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Elman网络梯度学习法的收敛性
X
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摘要:  考虑有限样本集上 Elman 网络梯度学习法的确定性收敛性1 证明了误差函数的单调递减

性1 给出了一个弱收敛性结果和一个强收敛结果,表明误差函数的梯度收敛于 0,权值序列收敛于

固定点1 通过数值例子验证了理论结果的正确性1 
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引   言

Elman网络是一类带隐层的递归神经网络, 每个隐单元通过反馈连接到全部隐单元[ 1- 2]

1 这个反馈连接使得 Elman神经网络能够学习, 识别和生成时间模式与空间模式[ 3] 1 用于时

间序列分类, Elman网络是一种强有力的工具[ 4] ,线性与非线性动态系统建模[ 5] 1 Elman网络

已经广泛地应用在许多不同的领域,如语言习得
[ 6]
、噪声生成

[ 7]
、故障定位

[ 8]
和流估计

[ 9] 1 E-l

man网络包含在流行的 Matlab神经网络工具箱里[ 10] 1 

类似于前馈神经网络情况,梯度学习算法普遍用于训练递归神经网络[ 11- 12] ,主要由于它

的简单性1 Elman网络梯度法的收敛性理论分析有助于理解方法的行为,引导这个最简单学

习方法的进一步改进1 

对于对角型 Elman网络, 下面( 1)式中 V2是对角阵时, 文献[ 13- 14]研究了梯度法的收

敛性1 对于一般型 Elman网络,已存在的收敛结果[ 15]是概率性的渐进收敛性, 其假设训练样

本的个数趋紧于无穷1 本文, 只考虑有限训练样本集可以利用, 不适合用随机理论方法处理1 
相反, 用离线梯度法训练 Elman网络,相应地证明了一些确定性收敛结果1 表明在训练过程中

误差函数单调下降, 它的梯度收敛于01 本文的证明用到了文献[ 16- 17]中的一些技巧1 

1  Elman神经网络结构

如图 1所示, Elman神经网络具有N个输入神经元, M个隐层神经元和一个输出神经元 1 

输入和递归权值矩阵分别为 V1 I R
M@N
和 V2 I R

M @M 1 为表述的简单,我们合并权值矩阵为
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图 1 Elman神经网络 N - M - 1 结构

  W1 = ( V1, V2) I R
M@ (N+ M )

, ( 1)

w0 I R
M 表示隐层神经元和输出神经元连接的权

值向量 1 对于时间序列 x ( t ) , t = 1, 2, , <

R
N 输入给网络,用 y ( t ) I R

M 表示隐层 t时刻的

相应输出,定义 y (0) = 01 假定 g: R y R为隐层

神经元和输出神经元的激活函数, 对任意向量 a

= ( a1, a2, ,, aM )T I R
M
, 引入如下向量函数:

G( a) = ( g ( a1) , g( a2) , ,, g( aM ) )
T1 ( 2)

为方便起见,结合 x ( t ) 和 y ( t - 1) 为N + M 维向

量

  u( t ) =
x( t )

y ( t - 1)
,

  t = 1, 2, ,, ( 3)

隐层的输入为

  s( t ) = W1u ( t ) = V1x( t ) + V2 y ( t - 1) ,   t = 1, 2, ,, ( 4)

隐层的输出为

  y ( t ) = G( s( t ) )1 ( 5)

网络的输出为

  z ( t ) = g ( w0#y( t ) ) ,   t = 1, 2, ,1 ( 6)

2  梯度学习算法

对于任意矩阵 A I R
m@ n
与向量x I R

n
, 其范数分别定义为 +A + = 6

m

i= 1
6
n

j = 1
a
2
ij

1/ 2
和

+x + = 6
n

i= 1

x
2
i

1/ 2
, 显然 +Ax + [ +A + +x +1 

定义 2. 1  给定 m @ n 矩阵A = ( aij ) , vecA定义为mn维向量如下:

  vecA = ( a11, a21, ,, am1, a12, a22, ,, am2, ,, a1n, a2n ,, amn )T1 ( 7)

定义 2. 2  A = ( aij ) 是 p @ q 矩阵, A
( n) 定义为 A

( n)
= ( a

n
ij ) 1 

定义 2. 3  A = ( a ij ) 是 m @ n矩阵, B = ( bij ) 是 p @ q 矩阵,Kronecker积 A ª B是mp

@ nq 矩阵,其定义为

  A ª B =

a11B a12B , a1nB

a21B a22B , a2nB

s s  s

am1B am2B , amnB

1 ( 8)

定义 2. 4  对于 ( 2) 式 G( a) , 定义 Gc( a) 为对角矩阵, 其对角元素为 gc( a1) , ,,

gc( aM )1 同样定义 Gd( a) 为对角矩阵,其对角元素为 gd( a1) , ,, gd( aM )1 

现在描述梯度学习算法1 假设训练样本集为 x( t ) , O( t )
Q
t= 1, 令

  w1 = vecW1, ( 9)
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  w = vec( w0, W1)1 ( 10)

定义平方误差函数

  E( w) =
1
2 6

Q

t = 1

( O( t ) - g( w0#G( W1 u( t ) ) ) )
21 ( 11)

网络学习的目的是找到 w
*
, 使得

  E( w
*
) = minE ( w) 1 ( 12)

对 E ( w) 关于 w0 和 w1分别求偏导,定义相应的梯度函数

  Ew
0
( w) = - 6

Q

t= 1
( O( t ) - z ( t ) ) gc( w0#y ( t ) ) y ( t ) , ( 13)

  Ew
1
( w) = - 6

Q

t= 1

( O( t ) - z ( t ) ) gc( w0#y ( t ) ) ( P( t ) )T w0, ( 14)

这里

  P( t ) = Gc( s( t ) ) ( ( u( t ) )T ª IM + V2P( t - 1) ) , ( 15)

初始条件为 P (0) = 0, IM 是M @ M 单位阵1 

任意给定初始权值 w
0
,生成权值序列 w

k

  w
k+ 1

= w
k
- GEw ( w

k
) ,   k = 0, 1, 2, ,, ( 16)

这里

  Ew( w
k
) =

Ew
0
( w

k
)

Ew
1
( w

k
)
, ( 17)

其中, G I (0, 1) 是常数学习率1 

令

  $w
k
= w

k+ 1
- w

k
, ( 18)

那么

  $w
k
0 = G6

Q

t= 1
( O( t ) - z

k
( t ) ) gc( wk

0#yk( t ) ) y k( t ) , ( 19)

  $wk
1 = G6

Q

t= 1

( O( t ) - z
k
( t ) ) gc( wk

0#yk( t ) ) ( P( wk1, t ) )T wk
0, ( 20)

这里

  z
k
( t ) = z ( w

k
, t ) , y

k
( t ) = y ( w

k
1, t ) , ( 21)

  s
k
( t ) = s( w

k
1, t ) , u

k
( t ) = u( w

k
1, t ) 1 ( 22)

本文中将会用到如下 3个假设:

(A1) 对于任意的 r I R, | g( r ) | , | gc( r) | , | gd( r) | 有界1 

(A2) 在学习过程( 16)中, +w
k
0 +, +V

k
2 + ( k = 0,1, 2, ,) (参照( 1)、( 9) ~ ( 10)式)有界1 

(A3) 存在一个有界闭集 5 < R
M(N+ M+ 1)

,使得 w
k < 5,且 50 = w I 5 : Ew( w) = 0

是有限点集1 

注 2. 1 激活函数 g 通常取为Sigmoid 型函数, 其满足于假设( A1) 1 为了保证迭代过程的收敛性, 经常用

到文献[ 18]中的假设( A2) 1 假设( A3)将用于获得强收敛结果1 
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3  主 要结 果

介绍一些在证明过程中要用到的符号:

  $s
k
( t ) = s

k+ 1
( t ) - s

k
( t ) , ( 23)

  $y
k
( t ) = y

k+ 1
( t ) - y

k
( t ) , ( 24)

  F 
k

i= j
 Ai =

AkAk- 1 ,Aj ,   j [ k,

1,   j > k1 
( 25)

如下 3个引理类似于文献[ 14]的对应结果,因此省略其证明过程1 
引理 3. 1  对于迭代公式( 15)及零初始条件, 推得

  P( t ) = 6
t- 1

j= 0
F 
t

l= t- j+ 1
( Gc( s( l ) ) V2) Gc( s( t - j ) ) ( u( t - j ) )

T ª IM 1 ( 26)

引理 3. 2  对于( 23)式中的 $sk ( t ) , 推得

  $sk( t ) = ( ( u
k
( t ) )

T ª IM + V
k
2P( w

k
1, t ) )$w

k
1+ Dk( t ) ,

这里

  Dk( t ) = 6
t- 1

j= 1
F 
t- 1

l= t- j+ 1
( V

k
2Gc( sk( l ) ) ) $Vk2Gc( sk( t - j ) ) $sk( t - j ) +

    1
2 6

t- 1

j= 1
F 
t- 1

l= t- j+ 1
( V

k
2Gc( sk ( l ) ) ) Vk+ 1

2 Gd( Rk( t - j ) ) ($s k( t - j ) )
( 2)
,

向量 Rk( t ) 的每个分量落在向量 s
k
( t ) 和向量 s

k+ 1
( t ) 的相应分量之间1 

引理 3. 3  假设( A1)和( A2)成立,那么

  +y
k
( t ) + [ C0,

  +$sk ( t ) + [ C1 +$wk
1 +,

  +$y
k
( t ) + [ C2 +$w

k
1+1 

下一个引理因其证明基本上与文献[ 19]中定理 14. 1. 5相同[ 20] ,故省略1 

引理 3. 4  设 F: 5 < R
m y R

m
(m \ 1) 在有界闭集 5 上连续, 集合 50 =

w I 5 : F( w) = 0 是有限点集 1 序列 w
k < 5 满足 limk y ] F( w

k
) = 0和 limk y ] +w

k+ 1

- w
k + = 01 那么,存在 w

* I 50,使得 limk y ] w
k
= w

* 1 
下面的定理是我们的主要结果1 

定理 3. 1  误差函数由( 11)式给出, 假设( A1)、( A2)均成立,对任意初始权值 w
0
, 权值序

列 w
k
由算法(16) 式生成,学习率 G满足下面( 33)式, 则有

( a) E( w
k+ 1

) [ E ( w
k
) ,   k = 0, 1, 2, ,;

( b) 存在 E
* \ 0使得 limk y ] E( w

k
) = E

*
;

( c) limky ] +$w
k + = 0, limk y ] +Ew( w

k
) + = 01 

而且,如果假设(A3)也成立,则有强收敛性:

( d) 存在 w
* I 50,使得 limky ] w

k
= w

* 1 
证明  由( 22) ~ ( 24)式, Taylor展开公式,引理 3. 2和学习规则( 20)式, 我们有

  - 6
Q

t= 1

( O( t ) - z
k
( t ) ) gc( wk0#yk ( t ) ) wk

0#$yk( t ) = -
1
G

+$wk1 +2
+ Qk1, ( 27)

这里
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  Qk1 = - 6
Q

t= 1
( O( t ) - z

k
( t ) ) gc( wk0#yk ( t ) ) ( wk0) TGc( sk ( t ) ) Dk( t ) -

    1
2 6

Q

t= 1

( O( t ) - z
k
( t ) ) gc( wk0#yk ( t ) ) ( wk0) TGd( Sk( t ) ) ($sk( t ) ) ( 2) , ( 28)

向量 Sk( t ) I R
M
,其分量落在 s

k+ 1
( t ) 和 s

k
( t ) 的相应分量之间1 

再次利用Taylor展开公式,且注意到( 10) ~ ( 11)、( 19)、( 27) ~ ( 28)式,我们有

  E( w
k+ 1

) - E( w
k
) =

    - 6
Q

t= 1
( O( t ) - z

k
( t ) ) gc( wk0#yk ( t ) ) $wk

0#yk( t ) -

    6
Q

t= 1

( O( t ) - z
k
( t ) ) gc( wk0#yk( t ) ) wk

0#$yk( t ) + Qk2 =

    -
1
G

+$wk +2
+ Qk1+ Qk2, ( 29)

这里

  Qk2 = -
1
2 6

Q

t= 1
( O( t ) - z

k
( t ) ) gd( Hk( t ) ) ( wk+ 1

0 #yk+ 1
( t ) - w

k
0#yk( t ) ) 2-

    6
Q

t= 1

( O( t ) - z
k
( t ) ) gc( wk0#yk( t ) )$wk

0#$yk ( t ) , ( 30)

Hk( t ) 是 1个实数,落在 w
k
0#yk( t ) 和 w

k+ 1
0 #yk+ 1

( t ) 之间1 

由假设( A1)、( A2) , 引理 3. 2和引理 3. 3,存在 1个正常数 C
*
使得

  | Qki | [ C
* +$wk +2

,   i = 1, 21 ( 31)

结合( 29)和( 31)式导出

  E( w
k+ 1

) - E( w
k
) [ - 1

G
- 2C * +$wk +21 ( 32)

因此,结论( a)是正确的,如果学习率足够小使得

  0 < G< 1
2C* , ( 33)

这里, C* 是( 31)式中的常数1 

因为非负序列 E ( w
k
) 单调下降且有下界, 那么一定存在 1个极限值 E

* \ 0, 使得

limk y ] E( w
k
) = E

* 1 因此结论( b)证得1 

注意到( 16)、( 18)和( 32)式,得到

  G 6
]

k= 0

Ew( w
k
) = 6

]

k= 0

+$wk +2
< ] , ( 34)

因此

  lim
k y ]

+Ew( w
k
) + = lim

k y ]
+$wk + = 01 ( 35)

最后,证明强收敛性( d) 1 利用引理3. 4, 取 F( w) = Ew( w) 1 那么,由结论( c) ,假设(A3)

和( 35)式,推得结论( d) 1 定理证明完毕1 

4  数 值例 子

Elman神经网络用于学习2阶延迟的XOR问题
[ 12] 1 网络包含 2个输入单元和1个偏置单

元( N = 3,如图 1) , 4个隐层单元(M = 4) 和 1个输出单元 1 隐层和输出层神经元激活函数
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图 2  误差函数与梯度的范数变化曲线

均取为 g( x ) = ( ex - e- x
) / ( ex + e- x ) 1 学习率 G

设定为 0. 2,在[- 1, 1] 闭区间内随机选取初始权

值 w
0
,当迭代步数达到1 000或者误差函数小于E

< 0. 000 1, 则停止训练1 
试验结果如图 2和表 1所示1 从图 2,我们看

到随着迭代步数的增加,误差单调递减,对应梯度

趋近于 0,与收敛性结果吻合. 表 1给出了网络训

练停止后,实际输出 z ( t ) 与目标输出 O( t) 的对

比 1 表 1中行标签no, x i , O和z 分别代表样本序

号, 外部输入向量的第 i 个分量,目标输出和网络

实际输出 1 我们观察到,例如,当 no = 4和no =

7时,有相同的外部输入( x 1, x 2) = (0, 1) 1 由于递归性,网络的响应是完全不同的1 
表 1 训练后网络的性能

no 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16

x1 1 0 1 0 1 0 0 0 1 0 1 0 1 0 0 1

x2 1 0 0 1 1 0 1 1 1 0 0 1 1 0 1 0

O 0 1 0 1 1 1 0 1 1 1 0 1 1 1 0 1

z 0. 00 0. 99 0. 00 0. 97 0. 99 0. 99 0. 00 0. 99 0. 97 0. 99 0. 00 0. 98 0. 97 0. 99 0. 00 0. 98

5  结   论

本文证明了有限样本集上 Elman网络梯度学习法的一些确定性收敛结果1 作为比较,已

存在的收敛结果[ 15]是概率性的渐进收敛性, 其假设训练样本的个数趋紧于无穷1 这个方法使
用常学习率1 收敛性分析的关键是证明学习过程中误差函数的单调性,假设权值有界和学习

率足够小 (见 ( 33) 式) 1 我们建立了一些弱收敛和强收敛结果 1 弱收敛结果意味着

limk y ] +Ew ( w
k
) + = 01 在 Ew ( w) 包含有限零点条件下,我们证明了强收敛结果 limky ] w

k

= w
* 1 这里, w

* 是 E ( w) 的局部极小点1 通过数值试验演示了定理的合理性1 
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Convergence of Gradient Method for Elman Networks

WU Wei,  XU Dong- po,  LI Zheng- xue

( Depa rtm ent of Applied Mathem atics , Da lian Univer sity of Techn ology ,

Dalian , L ia onin g 116024, P . R . China )

Abstract: The gradient method for training Elman networks with finite training sample set is consid-

ered. The monotonicity of the error function in the iteration is shown. A weak and a strong conver-

gence results are proved, indicating that the gradient of the error function goes to zero and the weight

sequence goes to a fixed point, respectively. A numerical example is given to support the theoretical

findings.

Key words: Elman network; gradient learning algorithm, convergence; monotonicity
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