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摘要：　 航空发动机压气机内部流道气流特性复杂，叶片所处的涡状流场具有高压、高速、旋转和非定常等特点，因
此，亟需高效、准确地计算和预测压气机叶片复杂流场的气动特性．该文针对航空发动机叶片复杂流场的研究，通过

计算流体动力学（ｃｏｍｐｕｔａｔｉｏｎａｌ ｆｌｕｉｄ ｄｙｎａｍｉｃｓ， ＣＦＤ）方法，生成不同工作状态下的叶片表面气动载荷分布．采用径

向基函数（ｒａｄｉａｌ ｂａｓｅｄ ｆｕｎｃｔｉｏｎ， ＲＢＦ）神经网络建立压力面表面气动载荷预测模型，将神经网络建模方法与流场计

算相结合，神经网络方法能够对基于 ＣＦＤ 的数据集进行学习和训练，适当地弥补来自计算流体动力学的误差，为有

效预测航空发动机压气机叶片复杂流场提供了参考渠道．
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０　 引　 　 言

航空发动机内部流道气流特性复杂，压气机的工作原理是将空气进行压缩，从而提高气体的压力与密

度，为燃烧室提供高压空气．航空发动机压气机内部流场由于叶盘在高转速旋转条件下，流道气流特性复杂，
极易产生大幅非线性振动［１⁃２］，其内部流场存在多种扰动源，包含转捩过程的强非线性、三维、非定常复杂湍

流［３⁃４］ ．由于存在剧烈的功能转换，压气机流道内流场空间中各点的流速、温度和压强等物理参数也具有显著

的差异．在压气机流场上述固有的复杂性基础上，随着航空工业的发展，先进飞行器的设计对压气机的性能

指标提出了更高的要求，如获得更高的增压比、更高的增压效率和更高的稳定性等［５］，这些都给航空发动机

压气机的设计和制造带来了严峻的挑战，同时也会导致压气机流场的复杂程度进一步提高．综上所述，航空

发动机压气机流道内的流场是十分复杂的，如何建立复杂流场的气动力模型颇具挑战性．在计算流体动力学

中，对航空发动机、航天器等气动行为的模拟计算需要大量的时间成本，如何准确、更快地得到模拟结果成为

研究热点之一．近年来，随着人工智能的不断推进，为空气动力学、流体力学等领域的研究带来了新的思路，
把神经网络等人工智能理论引入到空气动力学的数据建模中，为解决科学难题和工程核心技术提供了新方

法和新技术，同样，也为气体动力学的研究指引了新的方向［６⁃１０］ ．
由于神经网络能够很好地研究流场的大量气动数据、解决流场理论分析的复杂性，所以，近年来，一些专

家和学者开始利用神经网络方法研究气体动力学领域的一些科学问题．Ｌｉｎｓｅ 等［１１］ 在 １９９３ 年首次将神经网

络技术用于气动参数识别问题，开拓了采用神经网络模型对空气动力学数据建模的先河．Ｂｒｕｎｔｏｎ 等［１２］ 概述

了机器学习的基本方法，概述了应用在流体力学中的机器学习方法过去的历史、当前发展状况和未来展望，
并讨论了它们在理解、建模、优化和控制流体流动方面的用途．张天姣等［１３］ 综述了人工智能方法的发展现状

及发展历程，以及在气动力建模和先进飞行器设计中的应用．何磊等［１４］ 基于翼型的气动特性，建立了一种深

度神经网络模型，能够比较准确地预测气动系数，拓展了气动特性深度学习建模方法，但该方法训练数据较

少，提取的特征物理解释性较差．Ｆｅｉ 等［１５］ 分别使用线性回归方法、非线性回归方法和人工神经网络方法对

压气机二维叶栅模型的总压损失进行了预测，研究表明，这些方法都具有较高的精度，能够满足工程上的预

测需要．Ｚｈａｏ 等［１６］应用卷积神经网络，通过样本训练建立了流体力学计算得到的钝体形状与流体力的映射

关系，实现了对新型钝体的流体力的预测．Ｐａｚｉｒｅｈ 和 Ｄｅｆｏｅ［１７］基于人工神经网络提出了一种压气机非均匀流

场的精确预测方法，对比研究了 ＮＡＳＡ ６７ 号转子在均匀流、非均匀流、非定常 Ｒｅｙｎｏｌｄｓ 数等情况下的压气机

复杂流场．Ｒｅｎ 等［１８］将随机梯度下降和支持向量回归相结合，提出了一种压气机气动模型的数据驱动建模方

法，将批量学习和在线学习相结合，可以显著降低计算时间成本．Ｚｈａｎｇ 等［１９］ 采用机器学习中的极值梯度增

压算法建立了三维非定常气动力衰减模型，该模型可以在叶片的振动过程中获得任意空间位置的气动载荷，
而且气动载荷的计算结果与 ＣＦＤ 仿真结果一致．在 ＣＦＤ 仿真中，叶片边缘极限位置的数据有较大的波动，而
中间部分分布平滑，说明边缘极限位置可能存在一定的误差．Ｌｉ 等［２０］ 所构建的基于机器学习的降阶气动力

模型能够较好地预测叶片的非定常气动力，计算成本较低．Ｑｉｎ 等［２１⁃２２］ 基于强化学习，提出了一种压气机叶

片多目标优化方法，使叶片型线的总压损失系数降低了 ３．５９％；利用人工神经网络方法设计了一种优化叶片

形状的方法，显著地减小了压气机的总压损失．廖鹏等［２３］ 提出了一种基于深度学习的混合翼型前缘压力分

布预测方法，与 ＣＦＤ 计算方法相比，深度学习方法大幅度地减少了计算时间，在满足计算精度的条件下提高

了计算效率．王沐晨等［２４］采用计算流体动力学方法模拟翼型气动力数据，使用卷积神经网络预测翼型气动

力，结果较为准确．杜周等［２５］提出了一种压气机叶栅流场气动参数预测方法，将 ＣＦＤ 与机器学习相结合，有
效预测了压气机叶栅流场气动参数．现有文献中，神经网络与计算流体动力学的结合大多集中在机翼平动流

场的建模上，将神经网络方法应用在压气机叶片流场建模的研究十分有限，所以本文将神经网络方法与压气
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机叶片复杂流场相结合具有一定的研究意义．
人工智能在空气动力学领域的结合研究是适用的，对航空发动机整体叶盘气动特性的分析中应用机器

学习等方法是可行的，所以建立准确的压气机流场模型，对压气机的设计和制造具有重要的理论指导意义和

实际应用价值．本文基于 ＲＢＦ 神经网络方法对航空发动机压气机叶片面压力场进行了计算预测．本文的主要

结构安排如下：第 １ 节利用航空发动机压气机叶片的几何数据，得到了叶片气动载荷数据．第 ２ 节介绍了

ＲＢＦ 神经网络的基本概念及其优点．第 ３ 节建立压气机叶片复杂流场的神经网络模型，对压气机叶片的气动

数据进行了预测分析，与 ＣＦＤ 计算结果进行比较，验证了模型的准确性．最后，得出了几个结论，分析了模型

的适用性，为人工智能方法与和压气机叶片气动参数结合提供了新思路．

１　 气动载荷生成实验

整体叶盘各个叶片的几何条件都为对称，本文构建一个叶片的模型进行研究．由于叶盘具有循环对称

性，所以本文采用循环对称分析法进行分析，即对单个叶片进行气动载荷计算．本文使用 ＡＮＳＹＳ 软件生成压

气机叶片气动载荷，此整体叶盘共包含 ２４ 个叶片，首先在 Ｓｏｌｉｄｗｏｒｋｓ 软件中建立一个扇区的三维模型，导入

到 ＡＮＳＹＳ Ｗｏｒｋｂｅｎｃｈ ．叶片网格划分节点数为 ２５ ０００ 个，共 ２４ ５５２ 个单元，六面体网格数为 ２４ ５５２ 个，负网

格数为 ０，叶片压力面共 ８ ９００ 个节点，叶片网格最小宽度为 １．３７ ｍｍ，最大宽度为 ４．２４ ｍｍ ．流道网格划分节

点数为 １ ６７３ ８００ 个，共 １ ５６８ １６０ 个单元，六面体网格数为 １ ５６８ １６０ 个，负网格数为 ０．压气机叶片的三维模

型如图 １（ａ）所示，其网格划分细节如图 １（ｂ）叶片尖部所示．叶片所处流道的三维图如图 ２（ａ）所示，其网格

划分如图 ２（ｂ）所示．

图 １　 叶片网格划分

Ｆｉｇ． １　 Ｔｈｅ ｂｌａｄｅ ｍｅｓｈｉｎｇ

ＡＮＳＹＳ ＣＦＸ 采用有限体积法，求解 Ｎ⁃Ｓ 方程［２６］，湍流模型为 ｋ⁃ε 模型，控制方程为连续方程、 能量方

程、 动量方程、 湍动能耗散方程、 湍动能方程， 网格单元是六面体网格．在 ＣＦＸ 中流域的边界条件为： 上下

网格壁面设置为壁面粗糙程度为光滑（ｓｍｏｏｔｈ ｗａｌｌ）， 热传递设置为绝热（ａｄｉａｂａｔｉｃ）， 上壁面网格划分节点

数为 １６ ７３８ 个，六面体网格数为 １５ ８４０ 个，下壁面网格划分节点数为 １６ ７３８ 个，六面体网格数为 １５ ８４０ 个．
前后网格壁面设置为交界面处通量守恒（ｃｏｎｓｅｒｖａｔｉｖｅ ｉｎｔｅｒｆａｃｅ ｆｌｕｘ），前壁面网格划分节点数为 １９ ９００ 个，六
面体网格数为 １９ ４０４ 个，后壁面网格划分节点数为 １９ ９００ 个，六面体网格数为 １９ ４０４ 个．

材料选择为铝材料，密度为 ２ ７０２ ｋｇ ／ ｍ３，比热容为 ９．０３×１０２ Ｊ ／ （ｋｇ·Ｋ），Ｐｏｉｓｓｏｎ 比为 ０．３．对叶片进行网

格划分，施加载荷，如转速、空气入口流量等参数．本仿真假设为理想的状态，忽略叶片的形变，所以边界条件

为实际的约束，在 ＡＮＳＹＳ 软件中流动方向为边界条件的法线，即垂直于边界条件．ＣＦＤ 计算格式为 ｕｐｗｉｎｄ，
为一阶迎风．首先将转速设置为 ５ ０００ ｒ ／ ｍｉｎ，进口空气的流量设置为 ３ ｋｇ ／ ｓ，初始温度为 ３００ Ｋ，出口静压为

１５０ ０００ Ｐａ，湍流度水平设置为中等（ｉｎｔｅｎｓｉｔｙ 设为 ５％）．
图 ３ 为求解的收敛过程，结果均为收敛，收敛曲线目标值为各方向的动量与质量，分别为 δＰ⁃ｍａｓｓ，δＵ⁃ｍｏｍ，
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δＶ⁃ｍｏｍ，δＷ⁃ｍｏｍ ．

图 ２　 流道网格划分

Ｆｉｇ． ２　 Ｔｈｅ ｆｌｏｗ ｆｉｅｌｄ ｃｈａｎｎｅｌ ｍｅｓｈｉｎｇ

图 ３　 收敛图

Ｆｉｇ． ３　 Ｔｈｅ ｃｏｎｖｅｒｇｅｎｃｅ ｐｌｏｔ

注　 为了解释图中的颜色，读者可以参考本文的电子网页版本，后同．

叶片在流道中分为压力面和吸力面，压力面与吸力面之间的压力梯度产生航空发动机压气机的推力．吸
力面，即上表面，一般是高速和低静压；压力面，即下表面，动量相对较小，静压相对较高．压力面与吸力面，以
及叶尖与叶根的位置如图 ４ 所示．图 ５ 所示为压力面与气流方向及气流之间的位置关系，图 ６ 所示为吸力面

与气流方向及气流之间的位置关系．从图中可以看出叶片压力面和吸力面与气流的位置关系，叶片吸力面压

强分布变化范围相对较小，而压力面压强分布范围更广，因此本文主要对压气机叶片压力面的气动载荷开展

研究分析．
首先进行叶片的区域划分，图 ７ 为叶片网格划分中叶尖与叶根，以及叶片中部的区域．叶片长度为 １６０
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ｍｍ，叶片根部为 ０～１０ ｍｍ 区域，叶片尖部为 １５０ ～ １６０ ｍｍ 区域．图 ８ 为在叶片网格划分中叶尖与叶根分别

在上下两端，将叶片尖部区域定义为 ｒｅｇｉｏｎ １ （Ｒ１），叶片中部区域定义为 ｒｅｇｉｏｎ ２ （Ｒ２），叶片根部区域定义

为 ｒｅｇｉｏｎ ３ （Ｒ３）．
由于叶尖与叶根在仿真计算中易出现不稳定的点，所以本文选择对 Ｒ２ 部分稳定的数据作为预测表面

压力场的数据集．其中 Ｒ２ 部分共 ５２ 条线形数据，每条线形 ８９ 个样本点，共计 ４ ６２８ 个样本点．

图 ４　 叶片在流道中的位置分布

Ｆｉｇ． ４　 Ｔｈｅ ｂｌａｄｅ ｐｏｓｉｔｉｏｎ ｄｉｓｔｒｉｂｕｔｉｏｎ ｉｎ ｔｈｅ ｆｌｏｗ ｐａｓｓａｇｅ

图 ５　 压力面气流方向图

Ｆｉｇ． ５　 Ｔｈｅ ｆｌｏｗ ｄｉｒｅｃｔｉｏｎ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｐｒｅｓｓｕｒｅ ｓｕｒｆａｃｅ

图 ６　 吸力面气流方向图

Ｆｉｇ． ６　 Ｔｈｅ ｆｌｏｗ ｄｉｒｅｃｔｉｏｎ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｓｕｃｔｉｏｎ ｓｕｒｆａｃｅ

选取转速在 ４ ０００ ｒ ／ ｍｉｎ，８ ０００ ｒ ／ ｍｉｎ，１２ ０００ ｒ ／ ｍｉｎ，１６ ０００ ｒ ／ ｍｉｎ 和 ２０ ０００ ｒ ／ ｍｉｎ；进气口空气质量流量

在 １ ｋｇ ／ ｓ，３ ｋｇ ／ ｓ，５ ｋｇ ／ ｓ，７ ｋｇ ／ ｓ 和 ９ ｋｇ ／ ｓ；温度在 ２８０ Ｋ，２９０ Ｋ，３００ Ｋ，３１０ Ｋ，３２０ Ｋ，３３０ Ｋ，３４０ Ｋ 和 ３５０ Ｋ；
出口静压在 １５ ０００ Ｐａ，１６ ０００ Ｐａ，１７ ０００ Ｐａ，１８ ０００ Ｐａ，１９ ０００ Ｐａ 和 ２０ ０００ Ｐａ 下的气动载荷数据，得到不同

初始条件下的压气机叶片压力面气动载荷数据，计算结果均收敛．对不同条件予以组合，得到数据集．每种工

作条件下各有 ５ 条线形数据，从图 ９ 中可以看出，其分为了 ５ 组，分别为 ｃ１，ｃ２，ｃ３，ｃ４ 和 ｃ５，对应的样本点编
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号分别为２ １３７～２ ２２５，２ ２２５～２ ３１４，２ ３１４～２ ４０３，２ ４０３～２ ４９２和２ ４９２～２ ５８１．

图 ７　 叶片区域分布 图 ８　 选取的叶片线形数据

Ｆｉｇ． ７　 Ｔｈｅ ｌｅａｆ ａｒｅａ ｄｉｓｔｒｉｂｕｔｉｏｎ Ｆｉｇ． ８　 Ｔｈｅ ｓｅｌｅｃｔｅｄ ｌｅａｆ ｐｒｏｆｉｌｅ ｄａｔａ

图 ９　 各条线形位置

Ｆｉｇ． ９　 Ｐｏｓｉｔｉｏｎｓ ｏｆ ｅａｃｈ ｌｉｎｅ ｔｙｐｅ

实验编号初始条件的选取如表 １ 所示．每组实验对应当前条件下的样本点数据集，本文进行了 ４０ 组实

验，对叶片中部稳定的点进行模型构建，选取样本点为叶片中部 １０～１５０ ｍｍ 的位置，叶中 Ｒ２ 部分样本点区

域部分面的压力场，共 ５２ 条线形数据，每条线形包含 ８９ 个样本点，共计 ４ ６２８ 个样本点，导出的样本点编号

为 ２ １３７～６ ７６４．每组实验设计从 Ｒ２ 中选取 ５ 条线形数据，共 ４４５ 个样本点，样本点编号为 ２ １３７～２ ５８１，则
进行 ４０ 组实验构建的数据集为 １７ ８００ 个样本点．

表 １　 实验设计

Ｔａｂｌｅ １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｄｅｓｉｇｎ

ｅｘｐｅｒｉｍｅｎｔ №． ｒｏｔａｔｉｏｎａｌ ｓｐｅｅｄ ω ／ （ ｒ ／ ｍｉｎ） ｅｎｔｒａｎｃｅ ｆｌｏｗ ｑ ／ （ｋｇ ／ ｓ） ｔｅｍｐｅｒａｔｕｒｅ Ｔ ／ Ｋ ｏｕｔｌｅｔ ｓｔａｔｉｃ ｐｒｅｓｓｕｒｅ Ｐｏ ／ Ｐａ

１ ４ ０００ １ ２８０ １５０ ０００

２ ４ ０００ ３ ３００ １６０ ０００

３ ４ ０００ ５ ３２０ １７０ ０００

４ ４ ０００ ７ ３４０ １８０ ０００

５ ４ ０００ ９ ３６０ １９０ ０００

６ ８ ０００ １ ２８０ １５０ ０００

７ ８ ０００ ３ ３００ １６０ ０００

８ ８ ０００ ５ ３２０ １７０ ０００

９ ８ ０００ ７ ３４０ １８０ ０００

１０ ８ ０００ ９ ３６０ １９０ ０００

１１ １２ ０００ １ ２８０ １５０ ０００

１２ １２ ０００ ３ ３００ １６０ ０００

１３ １２ ０００ ５ ３２０ １７０ ０００

１４ １２ ０００ ７ ３４０ １８０ ０００

１５ １２ ０００ ９ ３６０ １９０ ０００
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　 　 续表

ｅｘｐｅｒｉｍｅｎｔ №． ｒｏｔａｔｉｏｎａｌ ｓｐｅｅｄ ω ／ （ ｒ ／ ｍｉｎ） ｅｎｔｒａｎｃｅ ｆｌｏｗ ｑ ／ （ｋｇ ／ ｓ） ｔｅｍｐｅｒａｔｕｒｅ Ｔ ／ Ｋ ｏｕｔｌｅｔ ｓｔａｔｉｃ ｐｒｅｓｓｕｒｅ Ｐｏ ／ Ｐａ

１６ １６ ０００ １ ２８０ １５０ ０００

１７ １６ ０００ ３ ３００ １６０ ０００

１８ １６ ０００ ５ ３２０ １７０ ０００

１９ １６ ０００ ７ ３４０ １８０ ０００

２０ １６ ０００ ９ ３６０ １９０ ０００

２１ ２０ ０００ １ ２８０ １５０ ０００

２２ ２０ ０００ ３ ３００ １６０ ０００

２３ ２０ ０００ ５ ３２０ １７０ ０００

２４ ２０ ０００ ７ ３４０ １８０ ０００

２５ ２０ ０００ ９ ３６０ １９０ ０００

２６ ４ ０００ ５ ３００ １５０ ０００

２７ ４ ０００ ７ ３００ １５０ ０００

２８ ８ ０００ ５ ３００ １５０ ０００

２９ ８ ０００ ７ ３００ １５０ ０００

３０ １２ ０００ ５ ３００ １５０ ０００

３１ １２ ０００ ７ ３００ １５０ ０００

３２ １６ ０００ ５ ３００ １５０ ０００

３３ １６ ０００ ７ ３００ １５０ ０００

３４ ２０ ０００ ５ ３００ １５０ ０００

３５ ２０ ０００ ７ ３００ １５０ ０００

３６ ４ ０００ ３ ３００ １５０ ０００

３７ ８ ０００ ３ ３００ １５０ ０００

３８ １２ ０００ ３ ３００ １５０ ０００

３９ １６ ０００ ３ ３００ １５０ ０００

４０ ２０ ０００ ３ ３００ １５０ ０００

２　 ＲＢＦ 神经网络

ＢＰ 神经网络的输入层到隐层单元之间为权连接，而 ＲＢＦ 神经网络输入层到隐层单元之间为直接连接，
ＢＰ 神经网络易出现局部最小值，学习过程收敛速度慢，隐层与隐层节点数目难以确定，而 ＲＢＦ 神经网络具

有最佳逼近的特性，用 ＲＢＦ 作为隐单元的“基”构成隐层空间，这样就可以将输入向量直接映射到隐层空间，
其不需要通过权值连接．当 ＲＢＦ 的中心确定后，也就确定了这种映射关系，隐层到输出空间的映射是线性

的，即网络的输出等于隐层单元输出的线性加权和，且无局部极小问题存在，避免了局部最优．相较 ＢＰ 神经

网络，ＲＢＦ 神经网络具有更高的预测精度，能够得到更优的气动预测结果，所以本文选择 ＲＢＦ 神经网络对数

据进行训练预测．
本文选用的激活函数是 Ｇａｕｓｓ 核函数，如式（１）所示．Ｇａｕｓｓ 核函数具有良好的局部特性，随着与中心点

的距离增大，ＲＢＦ 的值呈单调递减趋势，并逐渐趋近于零． ｘｉ 为第 ｉ个输入样本， ｃｊ 为中心点，即第 ｊ个神经元

基函数的中心，表示径基宽度

　 　 Ｒ ｉ（ｘ） ＝ ｅｘｐ
－ ‖ｘｉ － ｃｊ‖２

２σ２

æ

è
ç

ö

ø
÷ ． （１）

图 １０ 为 ＲＢＦ 神经网络多输入单输出典型的基本结构，图中输入节点为 ｎ 个，隐含节点为 ｍ 个，输出节

点为 １ 个．任一输入向量 Ｘ ＝ ［ｘ１，ｘ２，…，ｘｎ］，第 ｊ 个隐含单元的输出 ＲＢＦ 为 φ（‖Ｘ － ｃ ｊ‖），ｃ ｊ ＝ ［ｃｊ１，ｃｊ２，…，
ｃｊｎ］ 为基函数的中心， ｗ ｊ（ ｊ ＝ １，２，…，ｍ） 为第 ｊ 个隐含单元与输出单元之间的权值，ＲＢＦ 神经网络的输出为

　 　 Ｙ（Ｘ） ＝ ∑
ｍ

ｊ ＝ １
ｗ ｊφ（‖Ｘ － ｃ ｊ‖），　 　 ｊ ＝ １，２，…，ｍ ． （２）
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图 １０　 ＲＢＦ 神经网络结构

Ｆｉｇ． １０　 Ｔｈｅ ＲＢＦ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

３　 基于 ＲＢＦ 神经网络的气动特性预测

首先对叶片 Ｒ１ 和 Ｒ３ 部分的不稳定部分进行验证． 对本文第 １ 节中转速 ５ ０００ ｒ ／ ｍｉｎ， 进口空气流量 ３
ｋｇ ／ ｓ，初始温度 ３００ Ｋ，出口静压 １５０ ０００ Ｐａ 条件下的数据进行建模，即对单一叶片数据进行建模．输入层参

数有 ５ 个，分别为各个样本点的 Ｒｅｙｎｏｌｄｓ 数 Ｒｅ、 Ｍａｃｈ 数 Ｍａ、 密度 ρ、 旋转能量 Ｖｅ、 叶片温度 Ｔ， 输入矢量为

Ｘ ＝ ［Ｒｅ，Ｍａ，ρ，Ｖｅ，Ｔ］， 输出层为单输出，为叶片各个样本点表面的压强．
在压气机叶片转速 ５ ０００ ｒ ／ ｍｉｎ 下，对其气动载荷数据进行训练，训练集样本点编号为 ２ １３７～５ ６９６，分

别对叶片中部 ５ 条线形（样本点编号 ５ ６９７～６ １４１），叶片尖部 ５ 条线形（样本点编号 ８ ４５６ ～ ８ ９００），叶片根

部 ５ 条线形（样本点编号 １～４４５）进行预测，结果如图 １１ 所示．其中叶片中部误差为 ２．７６％，叶片尖部误差为

１７．６９％，叶片根部误差为 １１％．ＲＢＦ 神经网络模型在叶片 Ｒ２ 部分具有很好的预测效果，而在叶片 Ｒ１ 和 Ｒ３
部分计算误差较大，说明 ＣＦＤ 在计算过程中，在叶尖与叶根边缘极限的位置存在不稳定的点．所以接下来对

面压力场预测时，选取 Ｒ２ 稳定的部分作为训练集．
由线压力场拓展到面压力场，对叶片中部数据进行训练预测．神经网络的建模数据来自于航空发动机压

气机叶片流场在第 １ 节中不同实验条件组别的仿真数据．输入层参数有 ８ 个，分别为叶片表面不同样本点的

入口空气流量、初始温度、初始边界条件、Ｒｅｙｎｏｌｄｓ 数、Ｍａｃｈ 数、密度、旋转能量、叶片温度等参数；输出层为

单输出，为叶片表面压强．
由于所选的数据量纲不一致，且数据分散，样本跨度很大，需要对样本进行预处理，即归一化处理，目的

是使数据跨度缩小，提高 ＲＢＦ 神经网络的泛化能力，便于建模与预测．因此对相应的数据按式（３）进行归一

化处理，

　 　 ｘｉ ＝
ｘ － ｘｍｉｎ

ｉ

ｘｍａｘ
ｉ － ｘｍｉｎ

ｉ

， （３）

其中 ｘｉ 为输入矢量的第 ｉ 个分量， ｘｍａｘ
ｉ ，ｘｍｉｎ

ｉ 分别为第 ｉ 个分量的最大值和最小值．
训练预测完毕后，对数据进行反归一化，将神经网络模型计算的结果与 ＣＦＤ 计算结果比较计算其误差，

误差评价指标采用平均绝对百分比误差（ＭＡＰＥ）．式（４）中， Ｅ 为 ＲＢＦ 神经网络的预测误差， σＲＢＦ
ｉ 为 ＲＢＦ 神

经网络在第 ｉ 个样本点的压强预测值， σＣＦＤ
ｉ 为第 ｉ 个样本点仿真所得压强值， Ｋ 为样本集数量：

　 　 Ｅ ＝ １
Ｋ∑

Ｋ

ｉ ＝ １

σＲＢＦ
ｉ － σＣＦＤ

ｉ

σＣＦＤ
ｉ

× １００％ ． （４）

在前 ３５ 组实验中，数据样本点共 １５ ５７５ 个，此作为训练集，通过 ＲＢＦ 神经网络训练，训练集的误差表现

为 ０．０００ １７８，模型在训练集表现良好，接下来对模型进行测试．采用后 ５ 组实验对网络模型进行测试，实现对

后 ５ 组数据的预测，预测在转速 ４ ０００ ｒ ／ ｍｉｎ，８ ０００ ｒ ／ ｍｉｎ，１２ ０００ ｒ ／ ｍｉｎ，１６ ０００ ｒ ／ ｍｉｎ，２０ ０００ ｒ ／ ｍｉｎ 下的气动
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载荷数据，目的是通过输入不同的初始条件，采用神经网络模型来计算面的气动载荷．

（ａ） 叶片中部

（ａ） Ｔｈｅ ｍｉｄｄｌｅ ｏｆ ｔｈｅ ｂｌａｄｅ

（ｂ） 叶片尖部 （ｃ） 叶片根部

（ｂ） Ｔｈｅ ｔｉｐ ｏｆ ｔｈｅ ｂｌａｄｅ （ｃ） Ｔｈｅ ｒｏｏｔ ｏｆ ｔｈｅ ｂｌａｄｅ

图 １１　 转速 ５ ０００ ｒ ／ ｍｉｎ 下叶片中部、尖部、根部 ＲＢＦ 神经网络预测结果

Ｆｉｇ． １１　 ＲＢＦ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｔｈｅ ｍｉｄｄｌｅ， ｔｈｅ ｔｉｐ ａｎｄ ｔｈｅ ｒｏｏｔ ａｔ ５ ０００ ｒ ／ ｍｉｎ

图 １２ 为实验编号 ３６ 使用 ＲＢＦ 神经网络训练预测的结果对比，其平均预测误差为 ４．５９％．在叶片两侧边

边缘会出现偏差，如在样本点 ２ ４１２，ＣＦＤ 计算值为 １ ０４２ ６３２ Ｐａ，ＲＢＦ 预测值为 ９３０ １２６．８ Ｐａ，出现本次计算

最大偏差．
图 １３ 为实验编号 ３７ 使用 ＲＢＦ 神经网络训练预测的结果对比，其预测误差为 ４．２９％．出现的最大偏差也

发生在样本点 ２ ４１２ 处．从图 １３ 中可以看出，在样本点 ２ ４０３ 起始的这一条线形，当到样本点 ２ ４１２ 位置时，
ＣＦＤ 数据距离 ＲＢＦ 预测数据跳跃较大，ＣＦＤ 计算值为 １ ０４２ ６３２ Ｐａ，ＲＢＦ 预测值为 ９２５ ４２１．５５ Ｐａ ．

图 １４ 为实验编号 ３８ 使用 ＲＢＦ 神经网络训练预测的结果对比，其预测误差为 ２．４２％，预测效果较好．样
本点 ２ ４１２ 的 ＣＦＤ 计算值为 １ ０４２ ６３２ Ｐａ，预测值为 １ ０００ １１９．０９８ Ｐａ ．

图 １５ 为实验编号 ３９ 使用 ＲＢＦ 神经网络训练预测的结果对比，其预测误差为 １．３３％，为本文中计算效果

最好的一组数据，但是误差较大的位置仍在叶片左右边缘极限的位置．
图 １６ 为实验编号 ４０ 使用 ＲＢＦ 神经网络训练预测的结果对比，其预测误差为 ５．５２％，为本文预测偏差最

大的一组，其在几个边缘位置跳跃明显，如在样本点 ２ ５００，其 ＣＦＤ 计算数值为 ８２４ ０３７．４ Ｐａ，ＲＢＦ 计算数值

为 ７３１ ２５７．９ Ｐａ ．
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图 １２　 实验编号 ３６ 的 ＲＢＦ 预测数据与 ＣＦＤ 计算数据对比 图 １３　 实验编号 ３７ 的 ＲＢＦ 预测数据与 ＣＦＤ 计算数据对比

Ｆｉｇ． １２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＢＦ ｐｒｅｄｉｃｔｉｏｎ ｄａｔａ ａｎｄ ＣＦＤ Ｆｉｇ． １３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＢＦ ｐｒｅｄｉｃｔｉｏｎ ｄａｔａ ａｎｄ ＣＦＤ

ｃａｌｃｕｌａｔｉｏｎ ｄａｔａ ｆｏｒ ｅｘｐｅｒｉｍｅｎｔ ｎｕｍｂｅｒ ３６ ｃａｌｃｕｌａｔｉｏｎ ｄａｔａ ｆｏｒ ｅｘｐｅｒｉｍｅｎｔ ｎｕｍｂｅｒ ３７

图 １４　 实验编号 ３８ 的 ＲＢＦ 预测数据与 ＣＦＤ 计算数据对比 图 １５　 实验编号 ３９ 的 ＲＢＦ 预测数据与 ＣＦＤ 计算数据对比

Ｆｉｇ． １４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＢＦ ｐｒｅｄｉｃｔｉｏｎ ｄａｔａ ａｎｄ ＣＦＤ Ｆｉｇ． １５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＢＦ ｐｒｅｄｉｃｔｉｏｎ ｄａｔａ ａｎｄ ＣＦＤ

ｃａｌｃｕｌａｔｉｏｎ ｄａｔａ ｆｏｒ ｅｘｐｅｒｉｍｅｎｔ ｎｕｍｂｅｒ ３８ ｃａｌｃｕｌａｔｉｏｎ ｄａｔａ ｆｏｒ ｅｘｐｅｒｉｍｅｎｔ ｎｕｍｂｅｒ ３９

图 １６　 实验编号 ４０ 的 ＲＢＦ 预测数据与 ＣＦＤ 计算数据对比

Ｆｉｇ． １６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＢＦ ｐｒｅｄｉｃｔｉｏｎ ｄａｔａ ａｎｄ ＣＦＤ ｃａｌｃｕｌａｔｉｏｎ ｄａｔａ ｆｏｒ ｅｘｐｅｒｉｍｅｎｔ ｎｕｍｂｅｒ ４０

误差对比如表 ２ 所示．ＲＢＦ 计算结果与 ＣＦＤ 仿真结果对比的误差主要来自于叶片左右两端边缘极限位

置，ＲＢＦ 神经网络在每条线形中部的样本点的计算误差较小，说明了 ＣＦＤ 仿真会在叶片边缘极限位置存在

一些不稳定的点．
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表 ２　 误差对比结果

Ｔａｂｌｅ ２　 Ｅｒｒｏｒ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ

ｒｏｔａｔｉｏｎａｌ ｓｐｅｅｄ ω ／ （ ｒ ／ ｍｉｎ） ４ ０００ ８ ０００ １２ ０００ １６ ０００ ２０ ０００

ｅｒｒｏｒ δ ／ ％ ４．５９ ４．２９ ２．４２ １．３３ ５．５２

　 　 在本文的 ４０ 组实验的设计过程中，为了包含更广的数据范围，数据跨度相对较大，为验证所建立 ＲＢＦ
神经网络模型的泛化能力，主要考虑叶片转速的影响， 对跨度内的样本进行计算， 并对未在 ４０ 组实验中出

现的 １２ 种转速情况进行预测， 预测误差如表 ３ 所示， 误差均在 ５％以下， 说明 ＲＢＦ 神经网络模型的预测效

果较好．
表 ３　 其他转速条件下的预测误差

Ｔａｂｌｅ ３　 Ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒｓ ａｔ ｏｔｈｅｒ ｓｐｅｅｄ ｃｏｎｄｉｔｉｏｎｓ

ｒｏｔａｔｉｏｎａｌ ｓｐｅｅｄ ω ／ （ ｒ ／ ｍｉｎ） ｅｎｔｒａｎｃｅ ｆｌｏｗ ｑ ／ （ｋｇ ／ ｓ） ｔｅｍｐｅｒａｔｕｒｅ Ｔ ／ Ｋ ｏｕｔｌｅｔ ｓｔａｔｉｃ ｐｒｅｓｓｕｒｅ Ｐｏ ／ Ｐａ ｅｒｒｏｒ δ ／ ％

５ ０００ ３ ３００ １５０ ０００ １．２

６ ０００ ３ ３００ １５０ ０００ ２．３

７ ０００ ３ ３００ １５０ ０００ ２．６

９ ０００ ３ ３００ １５０ ０００ ２．７

１０ ０００ ３ ３００ １５０ ０００ ３．１

１１ ０００ ３ ３００ １５０ ０００ ２．４

１３ ０００ ３ ３００ １５０ ０００ ２．６

１４ ０００ ３ ３００ １５０ ０００ ３．１

１５ ０００ ３ ３００ １５０ ０００ ２．６

１７ ０００ ３ ３００ １５０ ０００ ２．４

１８ ０００ ３ ３００ １５０ ０００ ２．５

１９ ０００ ３ ３００ １５０ ０００ ３．０

４　 结　 　 论

本文将神经网络方法应用于航空发动机压气机复杂流场研究，基于无物理模型的思想，通过对航空发动

机整体叶盘的气动载荷的数据建模，探索了适用气动数据的建模方法，实现了对复杂流场的高精度、低成本

预测．
本文建立压气机叶片压力面压力场的 ＲＢＦ 神经网络模型， 对叶片表面压力场进行了预测分析， 实现了

人工神经网络方法计算压气机叶片表面压力， 计算预测结果仅在转速 ２０ ０００ ｒ ／ ｍｉｎ 条件下的误差为 ５．５２％，
其余条件下的误差均小于 ５％．基于神经网络的压气机叶片复杂流场模型，可以通过改变初始条件来预测不

同初始条件下压气机叶片的面压力场，同时在计算流体动力学仿真的过程中，叶片边缘极限位置存在一定的

误差，神经网络方法可以弥补这一不足．
笔者下一步的工作将探索更优的机器学习算法，提高模型的预测精度；计算更为详细的数据集，使不同

实验编号之间的数据更为稠密，能够包含尽可能多的压气机叶片表面流场的特征，为航空发动机压气机叶片

的非线性动力学特性的研究提供有效预测的参考渠道．
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