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摘要：　 在大数据和人工智能时代，建立能够有效处理复杂数据的模型和算法，以从数据中获取有

用的信息和知识是应用数学、统计学和计算机科学面临的共同难题．为复杂数据建立生成模型并依

据这些模型进行分析和推断是解决上述难题的一种有效手段．从一种宏观的视角来看，无论是应用

数学中常用的微分方程和动力系统，或是统计学中表现为概率分布的统计模型，还是机器学习领

域兴起的生成对抗网络和变分自编码器，都可以看作是一种广义的生成模型．随着所处理的数据规

模越来越大，结构越来越复杂，在实际问题中所需要的生成模型也变得也越来越复杂，对这些生成

模型的数学结构进行精确地解析刻画变得越来越困难．如何对没有精确解析形式（或其解析形式

的精确计算非常困难）的生成模型进行有效的分析和推断，逐渐成为一个十分重要的问题．起源于

Ｂａｙｅｓ 统计推断，近似 Ｂａｙｅｓ 计算是一种可以免于计算似然函数的统计推断技术，近年来在复杂统

计模型和生成模型的分析和推断中发挥了重要作用．该文从经典的近似 Ｂａｙｅｓ 计算方法出发，对近

似 Ｂａｙｅｓ 计算方法的前沿研究进展进行了系统的综述，并对近似 Ｂａｙｅｓ 计算方法在复杂数据处理

中的应用前景及其和前沿人工智能方法的深刻联系进行了分析和讨论．
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引　 　 言

在大数据和人工智能时代，建立能够有效处理复杂数据的模型和算法，以从数据中获取有

用的信息和知识是应用数学、统计学和计算机科学面临的共同难题．在数据建模和分析的诸多

技术路线中，基于“生成模型” （ｇｅｎｅｒａｔｉｖｅ ｍｏｄｅｌｓ）的数据分析方法是十分重要的一个研究领

域．一般而言，生成模型是指用定量方式来描述数据的生成机制，其核心特征和基本目标是能

够从给定的模型出发模拟产生和所研究的实际数据相似的模拟数据．由生成模型模拟产生的数

据一般具有多样性，会形成一个数据空间上的概率分布 Ｆθ，其具体形式由模型参数 θ 所决定．
在不同的学科领域，生成模型呈现出不同的表现形态．在应用数学研究中，数学家常常运

用微分方程（ｄｉｆｆｅｒｅｎｔｉａｌ ｅｑｕａｔｉｏｎｓ）和动力系统（ｄｙｎａｍｉｃ ｓｙｓｔｅｍｓ）等数学工具对产生数据的物
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理过程进行精细描述［１⁃５］；在统计学研究中，统计学家借助概率分布建立统计模型（ ｓｔａｔｉｓｔｉｃａｌ
ｍｏｄｅｌｓ）对观测数据的生成机制进行近似刻画［６⁃８］；在机器学习研究中，人们运用生成对抗网络

（ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋｓ， ＧＡＮ） ［９］、变分自编码器（ｖａｒｉａｔｉｏｎａｌ ａｕｔｏｅｎｃｏｄｅｒｓ，ＶＡＥ） ［１０］ 等

技术手段，通过数据驱动的方式对图像、音频和文本等多种形式数据的产生过程加以人工模

拟［１１⁃２１］ ．从宏观的角度看，上述这些精细描述、近似刻画、人工模拟数据产生过程的不同方法，
都是生成模型的某种具体形式．

上述不同形态的生成模型在建模原则、所用信息、可解释性、稳定性、适用场景等方面有不

同的特性．以微分方程和动力系统为代表的“精细模型”（ ｆｉｎｅ ｍｏｄｅｌｓ）从微观入手对产生数据

的物理过程给予定量刻画，力求细致准确；建模所需的信息以领域知识为主，需要对实际的物

理机制有很深的了解；其可解释性较好，但一般仅适用于物理机制清晰明确的工程问题，应用

于带有复杂结构的问题时往往面临较大的困难，且比较容易受到噪声的干扰．统计模型则在保

留数据核心特征的同时对次要特征和噪声进行简化，以在模型的精准性和复杂性之间达到适

当的平衡；通过将领域知识和数据特征相结合的方式来进行建模，可解释性和稳定性较好；一
般适用于数据生成机制和噪声模式比较清晰的科学问题，特别是通过实验设计和抽样调查等

规范手段收集数据的问题；但需要具体问题具体分析，建模成本较高．以 ＧＡＮ 和 ＶＡＥ 为代表

的“数据驱动生成模型”（ｄａｔａ⁃ｄｒｉｖｅｎ ｇｅｎｅｒａｔｉｖｅ ｍｏｄｅｌｓ）主要通过数据驱动的方式，从一个很大

的模型空间中优化选取适当的模型来完成建模；对领域知识要求较低，适应性强，在图像、音频

和文本等数据生成机制用常规方法难以刻画的问题中取得了良好的实际效果；但可解释性和

稳定性相对较差．
尽管上述这些生成模型有着多样化的形态和差异化的特性，但是它们都有一个共同的作

用：连接数据和科学问题的纽带，将数据转化为有用知识的桥梁．无论是以哪种形态出现的生

成模型，其模型参数都在不同程度上或直接或间接地反映了所关心的科学问题的关键信息和

核心知识．以生成模型为基础的数据分析，其本质是依据已知的观测数据对未知的模型参数进

行推断，从而将数据转化为知识并对所关心的科学问题给予解答．在应用数学和机器学习中，
人们常常运用最优化的手段对未知的模型参数进行估计，即在参数空间中找到满足特定最优

化准则的最优解来作为未知参数的估计值．在统计学研究中，人们除了关心“最优估计”，还特

别关注对未知参数的不确定性进行度量和推断．从科学哲学的角度来看，不确定性度量和推断

是一切数据分析都不可避免的一个根本问题．原因在于，尽管“最优解”从某种程度上可以对观

测数据给出“最佳”的解释，但是其他非最优解也同样可以对观测数据给出较为合理的解释，
因而并不能被决然排除，从而必然给未知参数的推断带来“不确定性”．因而，在一切基于生成

模型的数据分析中，不确定性推断都是一个十分重要、不容回避的问题．
相对于单纯的优化，不确定性推断在哲学思辨上要困难很多，技术上也更为复杂．在统计

学框架下，有不同的范式来进行不确定性推断，较为常见的是频率学派（ ｆｒｅｑｕｅｎｔｉｓｔ）和 Ｂａｙｅｓ
学派（Ｂａｙｅｓｉａｎ）．Ｂａｙｅｓ 学派对未知参数设置先验分布（ｐｒｉｏｒ ｄｉｓｔｒｉｂｕｔｉｏｎ），并通过 Ｂａｙｅｓ 公式

（Ｂａｙｅｓ ｆｏｒｍｕｌａ）对数据似然（ｄａｔａ ｌｉｋｅｌｉｈｏｏｄ）实现反转而生成后验分布（ｐｏｓｔｅｒｉｏｒ ｄｉｓｔｒｉｂｕｔｉｏｎ）．
作为参数空间上的一个概率分布，后验分布对未知参数的不确定性进行了完整的刻画；作为给

定观测数据的一个条件概率，后验分布充分整合了先验分布和观测数据中所包含的关于未知

参数的信息．因而，Ｂａｙｅｓ 框架具有逻辑清晰简明、操作方便快捷的优势，在众多数据分析问题

中得到了广泛的应用．然而，经典 Ｂａｙｅｓ 分析要求数据似然必须具有明确的解析形式．这一要求

一方面给 Ｂａｙｅｓ 分析赋予了严格的概率含义，但同时也限制了 Ｂａｙｅｓ 分析在许多问题中的应
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用：在许多复杂的实际问题中，数据似然难以被精确刻画和计算的情况时有发生．本文的第 １．３
小节将对此类现象给出详细的说明．同时，由于复杂问题中的后验分布大多不再是常规的标准

分布，需要通过分布近似或者 Ｍｏｎｔｅ⁃Ｃａｒｌｏ 抽样的方式来进行处理和分析，Ｂａｙｅｓ 方法在计算上

往往面临较大的挑战．
为了简化 Ｂａｙｅｓ 计算，特别是在数据似然难以被精确刻画和计算的情况下运用 Ｂａｙｅｓ 框架

来进行数据分析，近似 Ｂａｙｅｓ 计算（ａｐｐｒｏｘｉｍａｔｅ Ｂａｙｅｓｉａｎ ｃｏｍｐｕｔａｔｉｏｎ， ＡＢＣ）方法进入了人们的

视野．ＡＢＣ 方法的思想最初由 Ｒｕｂｉｎ 在 １９８４ 年提出［２２］，随后在许多领域得到了成功的应用，
包括群体遗传学（ ｐｏｐｕｌａｔｉｏｎ ｇｅｎｅｔｉｃｓ）研究［２３］、考古学（ ａｒｃｈａｅｏｌｏｇｙ） ［２４］、金融建模（ ｆｉｎａｎｃｉａｌ
ｍｏｄｅｌｌｉｎｇ） ［２５］、水文模型（ｈｙｄｒｏｌｏｇｉｃａｌ ｍｏｄｅｌｓ） ［２６］、蛋白质网络（ｐｒｏｔｅｉｎ ｎｅｔｗｏｒｋｓ ） ［２７］等．相对于

经典的 Ｂａｙｅｓ 推断和计算框架，ＡＢＣ 方法的一个重要贡献是在保持了 Ｂａｙｅｓ 分析基本框架和

概率解释的同时解除了对数据似然精确解析形式的强制依赖．通过从数据中提取特定的统计

量，并在统计量之间定义适当的距离来刻画一组新生成数据和观测数据之间的相似性，ＡＢＣ
方法可以在数据似然解析形式不明确的情况下对真实后验分布给出有效近似．ＡＢＣ 方法的这

一特性可以将 Ｂａｙｅｓ 分析框架从经典的统计模型推广到一般的生成模型，为 Ｂａｙｅｓ 分析和人工

智能方法的结合提供新的机遇［２８⁃３１］ ．
本文将系统介绍和综述 ＡＢＣ 方法经典框架和前沿进展，并深入讨论 ＡＢＣ 方法与前沿人

工智能技术有机结合的思想、方法和应用．本文的剩余部分将按以下的方式安排：第 １ 节简要

介绍经典 ＡＢＣ 方法的研究背景、基本框架和理论性质；第 ２ 节从多个角度综述近年来 ＡＢＣ 方

法研究的前沿进展；第 ３ 节讨论了 ＡＢＣ 方法在复杂数据处理，特别是人工智能中的潜在应用；
第 ４ 节对本文进行总结．

１　 经典 ＡＢＣ 方法简介

１．１　 Ｂａｙｅｓ 推断的基本范式

令 ｙｎ ＝ （ｙ１，ｙ２，…，ｙｎ） 代表观测数据集，θ ∈ Ｒｐ 表示要学习的参数，ｐ 是参数的维度．现实

中，观测数据集的生成方式可能十分复杂．统计模型通过对数据的生成方式添加理想化的假设

条件达到简化数据生成方式的目的．通常，我们假设 ｙｎ 是随机变量 Ｙ 的一组实现．并且，随机变

量 Ｙ服从与 θ相关的分布：Ｙ ～ Ｆ（θ），其中分布的概率密度函数由 ｆ（·｜ θ） 表示．统计推断是根

据观测数据集来推断参数 θ 的大小．举个例子，假设 ｙｎ 是通过简单随机抽样的方式，在全国范

围内收集 ｎ 个成年人的身高数据．我们的目标是推断全国成年人的平均身高 θ ∈ Ｒ ．在生物学

上，人类的身高可能受到多方面的影响，比如，基因差异、营养水平、气候等．但是，统计模型把

身高假设为一个服从正态分布的随机变量．即身高 Ｙ ～ Ｎ（θ， σ ２），其中 σ ２ 是已知量．通过上述

假设，统计模型将现实世界的各种因素都包含在统计分布中．
给定上述的统计模型，观测数据集的似然函数可以写为 Ｌ（θ） ＝ ｆ（ｙｎ ｜ θ） ．频率学派认为 θ

是一个未知但是固定值；而 Ｂａｙｅｓ 学派则把 θ 当做是一个随机变量，并用一个 “先验分

布” π０（θ） 来表示在观测到数据之前我们对参数 θ 的先验知识． Ｂａｙｅｓ 推断是基于如下的

Ｂａｙｅｓ 公式：

　 　 π ｎ（θ） ＝ ｆ（θ ｜ ｙｎ） ＝
ｆ（ｙｎ ｜ θ）π０（θ）

∫ｆ（ｙｎ ｜ θ）π０（θ）ｄθ
， （１）

其中， π ｎ（θ） 被称为未知参数 θ 的“后验分布”，即在观测到数据 ｙｎ 后对未知参数 θ 的认识．作
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为参数空间上的一个概率分布，后验分布对未知参数的不确定性进行了完整的刻画；作为给定

观测数据的一个条件概率，后验分布充分整合了先验分布和观测数据中所包含的关于未知参

数的信息．因而，Ｂａｙｅｓ 框架具有逻辑清晰简明、操作方便快捷的优势，在众多数据分析问题中

得到了广泛的应用．
如下定理为 Ｂａｙｅｓ 推断给出了基本的理论保证．
定理 １　 令 θ０ 代表参数的真实值，θｎ 代表似然方程的强相合解（ｓｔｒｏｎｇｌｙ ｃｏｎｓｉｓｔｅｎｔ ｓｏｌｕ⁃

ｔｉｏｎ）．定义 ｔ ＝ ｎ （θ － θｎ），并令π ｎ（ ｔ ｜ ｙｎ） 为 ｔ 的后验分布．当正则条件（Ａ１） ～ （Ａ５）成立时，下
式以概率 １ 成立：

　 　 ｌｉｍ
ｎ→∞
∫
Ｒｐ

π ｎ（ ｔ ｜ ｙｎ） －
Ｉ（θ０）

２π
ｅ － ｔ２Ｉ（θ０） ／ ２ ｄｔ ＝ ０， （２）

其中　 　 Ｉ（θ） ＝ Ｅθ － ∂２

∂θ ｉ∂θ ｊ
ｌｎ ｆ（ｙｎ ｜ θ）æ

è
ç

ö

ø
÷ ．

在参数 θ 的维度 ｐ ＝ １ 的情况下，正则性条件（Ａ１） ～ （Ａ５）的具体形式如下：
（Ａ１） 对于所有的 θ ∈ Θ，集合 { ｘ ｜ ｆ（ｘ ｜ θ） ＞ ０ } 都是相同的．
（Ａ２） 对数似然函数 ｌｎ ｆ（ｘ ｜ θ） 在区间［θ ０ － δ，θ ０ ＋ δ］ 关于 θ 三阶可导，Ｅθ０ ｌ

（１）（θ ０，Ｘ） 和

Ｅθ０ ｌ
（２）（θ ０，Ｘ） 都是有界的，且
　 　 ｓｕｐ

θ∈（θ０－δ，θ０＋δ）
｜ ｌ（３）（θ，ｘ） ｜ ≤ Ｍ（ｘ）， Ｅθ０Ｍ（ｘ） ＜ ∞，

其中 ｈ（ ｉ） 代表函数 ｈ 的第 ｉ 阶导数．
（Ａ３） 积分关于 θ 满足可交换性，Ｅθ０ ｌ

（１）（θ ０，Ｘ） ＝ ０， Ｅθ０ ｌ
（２）（θ ０，Ｘ） ＝ － Ｅθ０（ ｌ

（１）（θ ０，Ｘ）） ２ ．并
且 Ｉ（θ ０） ＝ Ｅθ０（ ｌ

（１）（θ ０，Ｘ）） ２ ＞ ０ 成立．
（Ａ４） 对于任意 δ ＞ ０ 和足够大的 ｎ，存在  ＞ ０，使得 ｓｕｐ ｜ θ －θ０｜ ＞ δ（（ ｌｎ（θ） － ｌｎ（θ ０）） ／ ｎ） ＜

－  依概率 １ 成立．
（Ａ５） 先验分布 π０（θ） 是连续的，而且在 θ ０ 处的密度大于 ０．
证明　 关于定理 １ 的证明可以参考文献［３２］．
当参数 θ 是一个低维度向量时，只需将上述正则性条件转化为相应的向量版本即可．由定

理 １ 可知：当样本量 ｎ 增大时，后验分布 π ｎ（θ） 会越来越集中于真实参数 θ０ 的附近，并且越来

越接近于一个正态分布．
在一个实际问题中成功运用 Ｂａｙｅｓ 框架来完成数据分析，需要具备如下三个条件：① 要

设定适当的先验分布；② 数据似然要具有明确的解析形式；③ 要能够较为便利地利用所得到

的后验分布进行不确定性分析和推断．在先验分布的设定上，可以采用“主观先验”（ｓｕｂｊｅｃｔｉｖｅ
ｐｒｉｏｒ）来描述对未知参数的先验知识；也可以用“无信息先验”（ｎｏｎｉｎｆｏｒｍａｔｉｖｅ ｐｒｉｏｒ），有时也被

称作“客观先验”（ｏｂｊｅｃｔｉｖｅ ｐｒｉｏｒ），来表达对未知参数没有或者有很弱的先验知识．在统计学文

献中，对相关的哲学逻辑、基本原则和实际方法有过大量的思辨和讨论［３３⁃３５］ ．在利用后验分布

进行推断方面，如果所得到的后验分布是常见的标准分布，则直接进行分析即可；如果得到的

后验分布不是常见的标准分布，则可以通过分布近似或者 Ｍｏｎｔｅ⁃Ｃａｒｌｏ 抽样［３６⁃３９］的方式来进行

处理．但对于数据似然具有明确的解析形式这一点，却是经典 Ｂａｙｅｓ 分析框架下的基本要求．这
一方面给 Ｂａｙｅｓ 分析赋予了严格的概率含义，但同时也限制了 Ｂａｙｅｓ 分析在许多问题中的应用．
在大数据和人工智能时代的许多实际问题中，由于数据和模型的复杂性，数据似然难以被精确

刻画和计算的情况时有发生．研究如何在这种情形下利用生成模型进行有效的数据分析和不
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确定性推断，具有重要的理论和现实意义．
１．２　 经典 ＡＢＣ 方法的基本框架和理论性质

在统计学文献中，ＡＢＣ 方法是解决上述困境的一个重要方法．作为一种可以避免精确计算

数据似然的抽样技术，ＡＢＣ 方法的思想最早由 Ｒｕｂｉｎ［２２］提出．后经过众多学者［２３，４０⁃４５］的继承和

发展，ＡＢＣ 方法逐渐成为统计学习和 Ｂａｙｅｓ 计算的一个重要工具和活跃研究领域．ＡＢＣ 方法的

一个核心设定是：尽管真实数据生成过程 ｆ（ｙｎ ｜ θ） 的具体形式未知或者难以精确计算，但是对于

任意给定的参数值 θ 均可构造一个“数据生成器”（ｄａｔａ ｇｅｎｅｒａｔｏｒ） Ｇ（ｚ ｜ θ），通过数值计算或者

模拟的方式方便地从 ｆ（ｙｎ ｜ θ） 中产生新的样本．算法 １ 给出了经典 ＡＢＣ 方法的基本流程．
算法 １　 ＡＢＣ 算法

算法输入：
（Ｉ１） 观测数据 ｙｎ ．
（Ｉ２） 模型参数 θ 的先验分布 π（θ） ．
（Ｉ３） 数据生成器 Ｇ（ｚ ｜ θ） ．
（Ｉ４） 观测数据统计量 η（ｙｎ） ．
（Ｉ５） 观测数据统计量的距离度量 Ｄ（η（ｚ），η（ｚ′）） ．
（Ｉ６） 距离门限值 δ ＞ ０．
算法流程：
（Ｓ１） 从先验分布 π（θ） 中抽取一个候选参数 θ∗ ．
（Ｓ２） 从数据生成器 Ｇ（ｚ ｜ θ∗） 中产生一个合成数据 ｚ，并计算其统计量 η（ｚ） ．
（Ｓ３） 计算合成数据统计量 η（ｚ） 与观测数据统计量η（ｙｎ） 之间的距离Ｄ（η（ｚ），η（ｙｎ）），

如果 Ｄ（η（ｚ），η（ｙｎ）） ≤ δ 则将 θ∗ 接受并保留，否则丢弃．
（Ｓ４） 重复步骤（Ｓ１） ～ （Ｓ３），直到算法的终止条件被满足．
算法输出：
（Ｏ１） 在算法运行过程中被保留下来的一组参数样本 θ∗

１ ，θ∗
２ ，…，θ∗

ｍ ．
算法 １ 的四个关键步骤为：先验分布抽样、构建数据生成器、计算统计量和计算统计量之

间的距离．第一，从先验分布抽样．先验分布一般是标准分布，如正态分布、均匀分布等．因此，大
多数软件包的内置函数都能轻易地从先验分布中产生样本．第二，构建数据生成器．数据生成

器在不同的问题中是不同的．假设数据生成器是由一系列的常微分方程构成，那么在给定初始

条件和参数值时，合成数据就可以通过数值模拟的方式产生．第三，计算统计量．如果数据存在

低维度的充分统计量，那么我们就计算充分统计量．如果数据没有充分统计量，那么要计算一

些概括统计量．概括统计量的选择需要研究者根据具体问题分析．第四，计算统计量之间的距

离．理论上来说，我们可以计算观测数据统计量和合成数据统计量之间的任意被有效定义的距

离，实际通常使用欧式距离．
算法 １ 的操作流程将产生如下关于 （θ，ｚ） 的联合分布：

　 　 π δ（θ，ｚ ｜ ｙｎ） ＝
π０（θ） ｆ（ｚ ｜ θ） Ｉ（ｚ ∈ Ａδ）

∫π０（θ） ｆ（ｚ ｜ θ） Ｉ（ｚ ∈ Ａδ）ｄｚｄθ
， （３）

其中区域 Ａδ 定义为

　 　 Ａδ ＝ { ｚ： Ｄ（η（ｚ），η（ｙｎ）） ≤ δ } ．
将 π δ（θ，ｚ） 对 ｚ 做积分，可得到关于 θ 的一个边缘分布如下：
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　 　 π δ（θ ｜ ｙｎ） ＝ ∫π δ（θ，ｚ ｜ ｙｎ）ｄｚ ＝
π０（θ）∫ｆ（ｚ ｜ θ） Ｉ（ｚ ∈ Ａδ）ｄｚ

∫π０（θ） ｆ（ｚ ｜ θ） Ｉ（ｚ ∈ Ａδ）ｄｚｄθ
． （４）

称 π δ（θ ｜ ｙｎ） 为“ＡＢＣ 后验分布” （ＡＢＣ⁃ｐｏｓｔｅｒｉｏｒ），并用它作为对真实后验分布 π（θ ｜ ｙｎ） 的

近似．如下定理为 ＡＢＣ 方法给出了基本的理论保证．
定理 ２　 如果 η（ｙｎ） 是 ｙｎ 的充分统计量且函数 η（·） 在 ｙｎ 处连续，则在一定的正则性条

件下：

　 　 ｌｉｍ
δ→０∫ ｜ π δ（θ ｜ ｙｎ） － π（θ ｜ ｙｎ） ｜ ｄθ ＝ ０．

证明　 由于 η（ｚ） 是充分统计量，数据似然 ｆ（ｚ ｜ θ） 存在如下分解：
　 　 ｆ（ｚ ｜ θ） ＝ ｇ（η（ｚ），θ）·ｈ（ｚ），　 　 ∀（ｚ，θ） ．

因而

　 　 π（θ ｜ ｙｎ） ∝ π０（θ）ｇ（η（ｙｎ），θ）， （５）

　 　 π δ（θ ｜ ｙｎ） ∝ π０（θ）∫ｇ（η（ｚ），θ）ｈ（ｚ） Ｉ（ｚ ∈ Ａδ）ｄｚ ． （６）

定义

　 　 ｓ（θ） ＝ ｇ（η（ｙｎ），θ），

　 　 ｓδ（θ） ＝ ∫ｇ（η（ｚ），θ）ｈ（ｚ） Ｉ（ｚ ∈ Ａδ）ｄｚ，

　 　 ｓ∗δ （θ） ＝ ∫ｇ（η（ｙｎ），θ）ｈ（ｚ） Ｉ（ｚ ∈ Ａδ）ｄｚ，

并令 Ｃ ＝ ∫π０（θ） ｓ（θ）ｄθ，Ｃδ ＝ ∫π０（θ） ｓδ（θ）ｄθ，Ｃ∗
δ ＝ ∫π０（θ） ｓ∗δ （θ）ｄθ， 有

　 　 π（θ ｜ ｙｎ） ＝ π０（θ） ｓ（θ） ／ Ｃ，
　 　 π δ（θ ｜ ｙｎ） ＝ π０（θ） ｓδ（θ） ／ Ｃδ，

且容易验证

　 　 ｓ∗δ （θ） ／ Ｃ∗
δ ＝ ｓ（θ） ／ Ｃ ．

进而有

　 　 ∫ ｜ π δ（θ ｜ ｙｎ） － π（θ ｜ ｙｎ） ｜ ｄθ ＝

　 　 　 　 ∫ ｓδ（θ）
Ｃδ

－ ｓ（θ）
Ｃ

π０（θ）ｄθ ≤

　 　 　 　 ∫ ｓδ（θ）
Ｃδ

－
ｓ∗δ （θ）
Ｃδ

π０（θ）ｄθ ＋ ∫ ｓ∗δ （θ）
Ｃδ

－ ｓ（θ）
Ｃ

π０（θ）ｄθ ＝

　 　 　 　 ∫ ｓδ（θ） － ｓ∗δ （θ）
Ｃδ

π０（θ）ｄθ ＋
｜ Ｃδ － Ｃ∗

δ ｜
Ｃδ

≤

　 　 　 　 ２∫ ｓδ（θ） － ｓ∗δ （θ）
Ｃδ

π０（θ）ｄθ ．

易知

　 　
ｓδ（θ） － ｓ∗δ （θ）

Ｃδ

≤ １
Ｃδ
∫ ｜ ｇ（η（ｚ），θ） － ｇ（η（ｙｎ），θ） ｜ ｈ（ｚ） Ｉ（ｚ ∈ Ａδ）ｄｚ ≤
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　 　 　 　 ｓｕｐ
ｚ∈Ａδ

ｓｕｐ
θ∈Θ

｜ ｇ（η（ｚ），θ） － ｇ（η（ｙｎ），θ） ｜·
∫ｈ（ｚ） Ｉ（ｚ ∈ Ａδ）ｄｚ

Ｃδ
，

其中

　 　 ｌｉｍ
δ→０

∫ｈ（ｚ） Ｉ（ｚ ∈ Ａδ）ｄｚ

Ｃδ

＝

　 　 　 　 ｌｉｍ
δ→０

∫ｈ（ｚ） Ｉ（ｚ ∈ Ａδ）ｄｚ

∫π０（θ）ｇ（η（ｚ），θ）ｈ（ｚ） Ｉ（ｚ ∈ Ａδ）ｄｚｄθ
＝

　 　 　 　 １

∫π０（θ）ｇ（η（ｙｎ），θ）ｄθ
≜ Ｍ ．

若函数 ｇ（η，θ） 一致连续，则对于  ＞ ０，存在 δ ＞ ０， 使得

　 　 ｓｕｐ
ｚ∈Ａδ

ｓｕｐ
θ∈Θ

｜ ｇ（η（ｚ），θ） － ｇ（η（ｙｎ），θ） ｜ ≤ ，

即

　 　 ｌｉｍ
δ→０

ｓｕｐ
ｚ∈Ａδ

ｓｕｐ
θ∈Θ

｜ ｇ（η（ｚ），θ） － ｇ（η（ｙｎ），θ） ｜ ＝ ０．

进而，定理 ２ 得证． □
上述定理表明：只要 ＡＢＣ 算法中选取的统计量 η 是充分统计量，在一定的正则性条件下，

随着距离门限值 δ 趋近于 ０， ＡＢＣ 后验分布 π δ（θ ｜ ｙｎ） 会收敛到真实的后验分布 π（θ ｜ ｙｎ），
即 ＡＢＣ 后验对真实后验的近似误差会趋近于 ０．从上述定理的证明过程中还可以看到：若 η 不

是充分统计量，则 ＡＢＣ 后验对真实后验的近似会产生不可消除的理论误差，误差的大小取决

于将数据 ｚ 转化为统计量 η（ｚ） 的过程中所产生的信息损失．同时，易知 ＡＢＣ 方法中接受一个

候选参数 θ∗ 的概率（即“接受率”，ａｃｃｅｐｔａｎｃｅ ｒａｔｅ）为

　 　 Ｃδ ＝ ∫π０（θ） ｆ（ｚ ｜ θ） Ｉ（Ｄ（η（ｚ），η（ｙｎ）） ≤ δ）ｄｚｄθ ．

显然，随着距离门限值 δ 趋近于 ０，有 Ｃδ →０， 即 ＡＢＣ 方法的计算负担会逐渐增大直到实

际的计算效率降低为 ０．在实际运用中，为了保持适当的计算效率，必须要选取一个非零的门限

值 δ， 从而会不可避免地在 ＡＢＣ 后验中引入计算误差，误差的大小取决于接受区域 { ｚ：
Ｄ（η（ｚ），η（ｙｎ）） ＜ δ } 的几何特性．由于接受区域 { ｚ： Ｄ（η（ｚ），η（ｙｎ）） ＜ δ } 由统计量 η、距
离 Ｄ 和门限值 δ 共同决定，ＡＢＣ 后验分布的总误差（包括理论误差和计算误差）本质上由上述

三个要素共同决定．更多关于 ＡＢＣ 方法理论性质的讨论可以参考文献［４５⁃４６］．
１．３　 经典 ＡＢＣ 方法的实际运用

由于使用了数据统计量之间相似度的比较来替代似然函数的精确计算，ＡＢＣ 方法放松了

Ｂａｙｅｓ 推断中似然函数需要有解析形式的限制条件，从而极大地扩展了 Ｂａｙｅｓ 推断框架的适用

范围，使之可以在似然函数没有显式的解析式或者难以精确计算的情况下仍能有效运行．
早期运用 ＡＢＣ 方法一个经典的例子是 １９９９ 年 Ｐｒｉｔｃｈａｒｄ 等关于群体遗传学（ｐｏｐｕｌａｔｉｏｎ

ｇｅｎｅｔｉｃｓ）的一项研究［２３］ ．在该研究中，观测到的数据集 ｙｎ 是一些个体的基因序列，研究目标是

使用这些观测数据推断群体遗传的一些关键参数，比如基因突变率等．解决这类问题的一个常

用模型是 Ｋｉｎｇｍａｎ’ｓ ｃｏａｌｅｓｃｅｎｔ 模型［４７］，其数据似然的形式如下所示：
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　 　 ｆ（ｙｎ ｜ θ） ＝ ∫
Ｈ
ｆ（ｙｎ ｜ Ｈ） ｆ（Ｈ ｜ θ）ｄＨ， （７）

其中 Ｈ 代表在总体进化过程中未观测到的系谱历史事件集合．典型的 Ｈ 是一个元素个数可

变、事件类型未知的高维集合．因此，上述似然函数一般而言没有显式表达式．类似的例子在传

染病学［４８］和生态学 ［４９］研究中广泛存在．

图 １　 总体数量变化的 ｃｏａｌｅｓｃｅｎｃｅ 模型

Ｆｉｇ． １　 Ｔｈｅ ｃｏａｌｅｓｃｅｎｃｅ ｍｏｄｅｌ ｗｉｔｈ ｐｏｐｕｌａｔｉｏｎ ｓｉｚｅ ｇｒｏｗｔｈ

图 １ 展示了 ｃｏａｌｅｓｃｅｎｃｅ 模型，图中每行代表一个时代，不同的颜色代表不同的显型，代际

之间会发生各种事件，包含死亡、生产、迁徙等，最上面一行代表当前时代的总体显型分布．虽
然式（７）没有显式表达式，但是给定参数时生成这类的数据是相对容易做到的．因此，ＡＢＣ 方

法可以处理这类问题．
另外一类有代表性的例子是空间统计中常用的 Ｐｏｔｔｓ 模型［５０］ ．图 ２ 展示了一个定义在 ４×４

格点上的 Ｐｏｔｔｓ 模型．广义 Ｐｏｔｔｓ 模型是对分布在空间格点上的数据进行空间相关性建模的一

种重要方法，在统计物理、图像处理等领域有广泛应用．给定 ｄ 维空间中特定区域内的一组格

点 Ｌ，假设每个格点位置 ｉ 对应于一个取值范围为 Ω ＝ { １，２，…，ｑ } 的随机变量 ｙｉ，并记 ｙ ＝
{ ｙｉ } ｉ∈Ｌ ．对于格点结构中的任意两个位置 ｉ， ｊ，如果位置 ｉ 与位置 ｊ 相邻，则记作 ｉ ～ ｊ ．Ｐｏｔｔｓ 模
型假设 ｙ 具有如下形式的数据似然：

　 　 ｆ（ｙ ｜ θ） ＝
ｅｘｐ { － θ∑

ｉ ～ ｊ
Ｉ（ｙｉ ＝ ｙ ｊ） }

Ｃ（θ）
， （８）

其中正则化常数 Ｃ（θ） 的表达式为

　 　 Ｃ（θ） ＝ ∑
ｚ∈Ω＃Ｌ

ｅｘｐ { － θ∑
ｉ ～ ｊ

Ｉ（ ｚｉ ＝ ｚ ｊ） } ．

显然，对 Ｐｏｔｔｓ 模型数据似然的精确计算涉及到对正则常数 Ｃ（θ） 的计算，这需要遍历 ｚ 所有可

能的取值状态，其计算复杂度为 Ｏ（ｑ＃Ｌ） ．因而，即使对于规模较小的 Ｐｏｔｔｓ 模型，其似然函数的

精确计算都是非常困难的．实际上，Ｐｏｔｔｓ 模型是 Ｇｉｂｂｓ 随机域（Ｇｉｂｂｓ ｒａｎｄｏｍ ｆｉｅｌｄ，ＧＲＦ）的一个

特例，而几乎所有关于 ＧＲＦ 的数据分析问题都会遇到类似的计算挑战，使运用 Ｂａｙｅｓ 分析面

临较大的计算困难．
给定参数 θ， 有多种算法可以生成相应的 Ｐｏｔｔｓ 样本．同时，Ｐｏｔｔｓ 模型的充分统计量是

∑ ｉ ～ ｊ
Ｉ（ ｚｉ ＝ ｚ ｊ） ．这样，ＡＢＣ 方法可以避免计算正则化常数而对参数进行 Ｂａｙｅｓ 推断．

１．４　 算法配置

基于前述分析， ＡＢＣ 后验分布的误差由统计量 η、 距离 Ｄ 和门限值 δ 这三个要素共同决

定．因而，在一个实际问题中运用 ＡＢＣ 方法时，我们应在 ＡＢＣ 方法的框架下对上述三个要素进

行合理配置，以期在近似的精确性和计算的复杂性之间达到平衡，以合理的计算代价获得对真
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实后验分布适当的近似．从统计学一般原理上讲，统计量 η 应该尽可能地选取极小充分统计量

（ｍｉｎｉｍａｌ ｓｕｆｆｉｃｉｅｎｔ ｓｔａｔｉｓｔｉｃｓ）为好．这是因为极小充分统计量能够在保持充分性的同时最大程

度地实现对数据的压缩和降维，进而方便后续距离度量的设计和计算，从而提高算法的运行效

率．然而，由于数据生成模型 Ｇ（ｙ ｜ θ） 的具体形式一般未知，确定极小充分统计量常常并不现

实．这时，就需要算法的设计者根据实际问题的具体背景和专业知识来选取近似满足极小充分

性的统计量．在经典 ＡＢＣ 方法的框架下，统计量 η 的选取常常对整个算法的效率具有决定性

的影响．在距离 Ｄ 的选择上，除了最常用的欧氏距离之外，还可以选择 Ｍａｎｈａｔｔａｎ 距离、马氏距

离等多种不同的距离．在不同的实际问题中，不同距离度量下的计算效率会有差异．如何选择

适当的距离以达到较高的计算效率是 ＡＢＣ 方法研究中的一个热点问题．接受域半径 δ 的选择

是一个平衡计算成本和近似精度的过程，可以根据具体问题的应用场景和计算资源的情况进

行配置．最后，我们还需要为算法设定明确的终止条件．常见的终止条件有两种：根据重复步骤

（Ｓ１） ～ （Ｓ４）的总次数终止算法，或者根据获得的后验样本数量终止算法．但由于算法步骤

（Ｓ３）中接受候选参数 θ∗ 的比率 ｒ 是一个恒定的常数，这两种终止条件本质上具有等价性．

图 ２　 定义在 ４×４ 格点上的 Ｐｏｔｔｓ 模型

Ｆｉｇ． ２　 Ａ Ｐｏｔｔｓ ｍｏｄｅｌ ｄｅｆｉｎｅｄ ｏｎ ｔｈｅ ４×４ ｌａｔｔｉｃｅ

２　 ＡＢＣ 方法前沿进展

近年来，众多研究者从不同的角度对经典 ＡＢＣ 方法进行了改进，形成了一系列方法．本节

将对这些前沿研究进展进行综述和讨论．
２．１　 以数据驱动的方式筛选统计量

如前所述，选取适当的统计量是运用 ＡＢＣ 方法的一个重要步骤．在经典的 ＡＢＣ 框架下，统
计量的选取主要依靠算法的设计者依据对实际问题的理解和经验进行人为设计．但是，在很多

实际问题中，这种设计并不总是容易的．很多时候，一种统计量的选择并不显然比另一种好．而
且，有研究表明统计量的不同选择会对 ＡＢＣ 方法的实际表现产生较大的影响［５１］ ．为了克服这

种困境，运用数据驱动的方式自动筛选统计量的策略近年来越来越受到重视．
Ｊｏｙｃｅ 和 Ｍａｒｊｏｒａｍ 提出一种近似充分统计量的方法［５２］ ．首先，统计量的集合 Ｓ 是一组试验

性的统计量集合．集合 Ｓ 尽可能多地包含统计量．他们认为，从 Ｓ 中挑选一部分统计量 ｓ 就可以

达到 Ｓ 的效果．从数学角度而言，如果 π（θ ｜ ｓ１，ｓ２，…，ｓｋ） ／ π（θ ｜ ｓ１，ｓ２，…，ｓｋ－１） － １ ≤ δ 成立，

７８１１近似 Ｂａｙｅｓ 计算前沿研究进展及应用



ｓｋ 会被认为独立于参数 θ，因此 ｓｋ 很可能不会被纳入集合 ｓ ．其中 δ是研究者自定义的一个数值

很小的阈值．选择 ｓ的具体方法请参考文献［５２］．这种方法的缺陷也很明显，对于大部分需要使

用 ＡＢＣ 的模型而言，统计量的数量并不存在一个上限．他们的研究表明，即使模型相同，当数

据不同时 ｓ 也会改变．
Ｆｅａｒｎｈｅａｄ 和 Ｐｒａｎｇｌｅ 提出半自动化 ＡＢＣ（ｓｅｍｉ⁃ａｕｔｏｍａｔｉｃ ＡＢＣ）来选择统计量［４２］ ．他们首先

定义如下的损失函数：
　 　 Ｌ ＝ （θ － θ） ＴＡ（θ － θ）， （９）

其中 θ 为真实值， θ 是估计值．在选择合适的矩阵 Ａ时， 当统计量 ｓ ＝ Ｅ（θ ｜ ｙ） 时， Ｌ 会被最小

化．换句话说，参数的后验分布均值是基于式（９）定义的损失函数下的最优统计量．此时，我们

陷入两难的困境，因为不知道真实后验分布，后验分布的均值自然也是未知的．尽管如此，真实

后验分布均值的估计量依然是可供我们选择的统计量．半自动化 ＡＢＣ 的过程可以由算法 ２ 描

述如下．
算法 ２　 半自动化 ＡＢＣ 算法

１） 使用算法 １ 做试验性估计．确定参数的大致取值区间．
２） 在上述取值区间中抽取候选参数，并根据似然函数生成合成数据．重复 Ｍ 次该步骤，因

此得到 θ１，θ２，…，θＭ 和 ｚ１，ｚ２，…，ｚＭ ．
３） 使用 θ１，θ２，…，θＭ 和 ｚ１，ｚ２，…，ｚＭ 分别估计数据和后验分布均值之间的关系．其中，第 ｉ

∈ { １，２，…，ｐ } 个参数 θ ｉ 是因变量，ｚ 是自变量．即，θ ｉ ＝ Ｆ ｉ（ｚ） ．
４） 给定统计量 Ｆ１（·），Ｆ２（·），…，Ｆｐ（·）， 执行 ＡＢＣ 算法 １，得到后验样本．
半自动化 ＡＢＣ 算法的关键在于步骤 ３）．Ｆｅａｒｎｈｅａｄ 和 Ｐｒａｎｇｌｅ 实验了多种方法来拟合 θ 与

数据 ｙｎ 之间的关系，包括 ｌａｓｓｏ［５３］和 ｃａｎｏｎｉｃａｌ ｃｏｒｒｅｌａｔｉｏｎ ａｎａｌｙｓｉｓ［５４］ ．他们发现， 上述方法并没

有比简单线性回归表现得更好．因此， 步骤 ３）中使用下面的模型拟合第 ｉ 个参数与数据之间

的关系：
　 　 θ ｉ ＝ β ０ ＋ βｆ（ｚ） ＋ ， （１０）

其中 ｆ（ｚ） 可以是 ｚ 的任意组合．Ｆｅａｒｎｈｅａｄ 和 Ｐｒａｎｇｌｅ 采用 ｆ（ｚ） ＝ （ｚ，ｚ２，ｚ３，ｚ４） ．
在 Ｆｅａｒｎｈｅａｄ 和 Ｐｒａｎｇｌｅ 提出半自动化 ＡＢＣ 后，有学者扩展了步骤 ３）中的函数关系．Ｊｉａｎｇ

等使用深度神经网络来拟合统计量与合成数据之间的关系［５５］ ．理论上来说，深度神经网络可

以更好地拟合它们之间的函数关系．但是深层的神经网络需要大量的数据来学习参数．所以，
Ｊｉａｎｇ 等使用三隐藏层的神经网络来执行模型．使用神经网络的研究者还包括 Ｃｒｅｅｌ［５６］ ．Ｒａｙｎａｌ
等提出使用随机森林的方法选择统计量［５７］ ．总体而言，目前的方法大部分集中于寻找数据与

统计量之间的函数关系．这类方法比较依赖于额外的训练数据，即函数关系需要通过额外合成

数据来训练得到．更多关于选择统计量的研究综述可以参考文献［５８］．
２．１．１　 例 １： “ｇ⁃ａｎｄ⁃ｋ” 分位数分布（ｑｕａｎｔｉｌｅ ‘ｇ⁃ａｎｄ⁃ｋ’ ｄｉｓｔｒｉｂｕｔｉｏｎ）

一元 “ｇ⁃ａｎｄ⁃ｋ” 分位数分布是 ＡＢＣ 领域中常见的用于测试算法的模型［４２，４４］ ．该分布由如

下的形式定义：

　 　 Ｑ（ ｒ ｜ Ａ，Ｂ，ｇ，ｋ，ｃ） ＝ Ａ ＋ Ｂ １ ＋ ｃ １ － ｅｘｐ（ － ｇｚ（ ｒ））
１ ＋ ｅｘｐ（ － ｇｚ（ ｒ））

æ

è
ç

ö

ø
÷ （１ ＋ ｚ（ ｒ） ２） ｋｚ（ ｒ）， （１１）

其中， ｚ（ ｒ） 表示标准正态分布的第 ｒ个分位数， 参数 ｃ衡量分布的总体非对称性， 一般设定为

０．８，需要推断的参数包括 Ａ，Ｂ，ｇ，ｋ ．本小节对比两种算法的表现：算法 １ 和算法 ２．
给定参数的真实值 （Ａ∗，Ｂ∗，ｇ∗，ｋ∗） ＝ （３，１，２，０．５） ．数据根据真实值生成，其中样本量
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为 ｎ ＝ ２５０．因为 “ｇ⁃ａｎｄ⁃ｋ” 分位数分布并没有已知的充分统计量． 我们使用数据的一系列分位

数作为数据集的统计量． 在算法中 η 被选定为数据的一系列分位数． 其中，分位数点为［０．０５，
０．１，０．１５，…，０．９，０．９５］．算法 １ 的距离度量选择欧氏距离．对于两种算法，每种算法生成 １０６ 次

合成数据．算法 １ 选择其中距离最小的 Ｎ ＝ ２ ０４８ 个候选参数作为其后验样本．同样地，算法 ２
也产生 Ｎ 个后验样本．半自动化 ＡＢＣ 的代码发布在 Ｒ 软件中的 ａｂｃｔｏｏｌｓ 包中．本文使用 ａｂｃ⁃
ｔｏｏｌｓ 包来实现参数推断．

图 ３　 对比算法 １ 和算法 ２ 得到的参数 （Ａ，Ｂ，ｇ，ｋ） 的后验样本边际分布

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍａｒｇｉｎａｌ ｄｉｓｔｒｉｂｕｔｉｏｎｓ ｏｆ （Ａ，Ｂ，ｇ，ｋ） ｂｅｔｗｅｅｎ ａｌｇｏｒｉｔｈｍ １ ａｎｄ ２

图 ３ 展示了算法 １ 和 ２ 得到的后验样本结果，其中深色代表算法 １ 的结果，浅色代表算法

２ 的结果，每个子图中的黑色竖线代表每个参数的真实值．从图中可以看出，算法 １ 在参数 ｋ 的

表现上是优于半自动化 ＡＢＣ 的．在参数 ｇ 上两者的表现相当，半自动化 ＡＢＣ 略微优于算法 １．
在参数 Ａ，Ｂ 上半自动化 ＡＢＣ 的表现明显好过算法 １．所以，总体上来看半自动化 ＡＢＣ 表现胜

过算法 １，而且半自动化 ＡＢＣ 并不需要使用者主动设计统计量．
２．２　 采用更有效的距离度量

优化选取统计量之间的距离度量是改进 ＡＢＣ 方法的另外一个重要途径．多位研究者意识

到统计量的尺度差异会影响 ＡＢＣ 的表现［４５，４９］ ．Ｈａｒｒｉｓｏｎ 等是为数不多的研究如何消除统计量

之间的尺度差异影响的研究者［５９］，文献中以最常见的欧氏距离为例做研究．通常，经过统计量

降维后，观测数据与合成数据之间的距离可以表示为

　 　 Ｄ（η（ｙ），η（ｚ）） ＝ ∑
Ｋ

ｋ ＝ １
（η ｋ（ｙ） － η ｋ（ｚ）） ２ ，
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其中 Ｋ 是统计量的个数．为了消除统计量尺度大小的影响，Ｈａｒｒｉｓｏｎ 等引入加权欧氏距离．其定

义如下：

　 　 Ｄｗ（η（ｙ），η（ｚ）） ＝ ∑
Ｋ

ｋ ＝ １
ｗｋ（η ｋ（ｙ） － η ｋ（ｚ）） ２ ， （１２）

其中 ｗ 代表统计量的权重向量．权重向量的选择会影响 ＡＢＣ 算法得到的后验分布．文献［５９］
的目标就是选择最优的权重向量 ｗ∗ 使得参数的先验分布与 ＡＢＣ 后验分布之间的距离最大．
在文献［５９］中，Ｈｅｌｌｉｎｇｅｒ 距离被用来衡量两个分布之间的距离．当然，其他距离度量，如欧氏距

离、Ｋｕｌｌｂａｃｋ⁃Ｌｅｉｂｌｅｒ 散度都可以作为备选．在给定两个分布的样本时，最近邻距离估计量（ｎｅａ⁃
ｒｅｓｔ ｎｅｉｇｈｂｏｕｒ ｄｉｓｔａｎｃｅ ｅｓｔｉｍａｔｏｒ）被用来估计分布之间的距离．两组样本集之间的 ｋ⁃最近邻距离

估计的定义如下：

　 　 Ｄα（Ｘ１：ｎ‖Ｙ１：ｎ） ＝ １
ｎ∑

ｎ

ｉ ＝ １

（ｎ － １）ρ ｋ（ ｉ）
ｎν ｋ（ ｉ）

æ

è
ç

ö

ø
÷

１－α

Ｂｋ，α， （１３）

其中 ρ ｋ（ ｉ） 指 Ｘ ｉ 到它在 Ｘ１：ｎ 中第 ｋ 近样本的欧氏距离，ν ｋ（ ｉ） 指 Ｘ ｉ 到它在 Ｙ１：ｎ 中第 ｋ 近样本的

欧氏距离，Ｂｋ，α ＝ Γ（ｋ） ２ ／ （Γ（ｋ － α ＋ １）Γ（ｋ ＋ α － １）） ．因此，最优的权重向量可以由最优化来

解决：
　 　 ｗ∗ ＝ ａｒｇ ｍａｘ

ｗ
（１ － Ｄα（θ′１：ｎ ‖θ１：ｎ））， （１４）

其中 α ＝ ０．５，θ′１：ｎ是从先验分布中抽取的样本，θ１：ｎ 是 ＡＢＣ 算法得到的后验分布样本．需要注意

的是 θ１：ｎ 与 ｗ 相关．
由于观测数据的可交换性，直接使用数据集作为统计量在很多时候并不可行［５８］ ．但是最

近有学者指出数据的可交换性并不会成为一个问题，并提出相应的方案实施 ＡＢＣ 算法．比较

典型的研究包括 Ｂｅｒｎｔｏｎ 等［６０］提出使用 Ｗａｓｓｅｒｓｔｅｉｎ 距离作为 ＡＢＣ 算法中的距离度量．这样做

有两个优势：首先，Ｗａｓｓｅｒｓｔｅｉｎ 距离可以直接作用在数据集本身，它不需要统计量降维，因此就

避免选择统计量的工作．第二，由 Ｗａｓｓｅｒｓｔｅｉｎ 距离诱导的 ＡＢＣ 算法可以收敛到真实的后验分

布，其原因在于数据集本身是一个充分统计量．算法 ３ 是采用 Ｗａｓｓｅｒｓｔｅｉｎ 距离的 ＡＢＣ 算法流

程，以下简称 ＷＡＢＣ ．
算法 ３　 ＷＡＢＣ 算法

１） 从先验分布 θ 中抽取一个候选参数 θ∗ ．
２） 给定 θ∗，根据真实数据生成过程产生一个合成数据 ｚ ．
３） 计算 Ｗ（ｚ，ｙ），其中 Ｗ（·，·） 代表 Ｗａｓｓｅｒｓｔｅｉｎ 距离．
４） 如果 Ｗ（ｚ，ｙ） ≤ δ，保留 θ∗ 和 ｚ ．
５） 重复步骤 １） ～４），直到算法的终止条件被满足．

２．２．１　 例 ２：回访 “ｇ⁃ａｎｄ⁃ｋ” 分位数分布

我们回访在第 ２．１．１ 小节中的例子，使用算法 ３ 对观测数据做参数推断．算法 ３ 的代码可

以在 ｇｉｔｈｕｂ．ｃｏｍ ／ ｐｉｅｒｒｅｊａｃｏｂ ／ ｗｉｎｆｅｒｅｎｃｅ 找到．为了寻找一个合理的阈值 ，ＷＡＢＣ 与序列Ｍｏｎｔｅ⁃
Ｃａｒｌｏ 方法结合．关于序列 Ｍｏｎｔｅ⁃Ｃａｒｌｏ 的介绍，可以参考本文第 ２．３．２ 小节．

图 ４ 展示了算法 ２ 和算法 ３ 得到的后验样本的边际分布情况，其中深色代表算法 ３ 的结

果，浅色代表算法 ２ 的结果，每个子图中的黑色竖线代表每个参数的真实值．很显然，使用 Ｗａｓ⁃
ｓｅｒｓｔｅｉｎ 距离的 ＡＢＣ 算法明显优于半自动化 ＡＢＣ ．在每个参数的边际分布上，算法 ３ 都是更优

的．不仅如此，ＷＡＢＣ 还极大地简化了使用 ＡＢＣ 算法的过程．使用者不需要设计统计量来降低
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数据的维度．但是 ＷＡＢＣ 遇到的另一个问题是 Ｗａｓｓｅｒｓｔｅｉｎ 距离的计算复杂度高．如果观测样本

的样本量为 ｎ 且样本是多元数据，那么精确 Ｗａｓｓｅｒｓｔｅｉｎ 距离的计算复杂度为 Ｏ（ｎ３） ．在文献

［６０］中，研究者提供了关于近似求解 Ｗａｓｓｅｒｓｔｅｉｎ 距离的一些方法．它们都可以降低计算成本，
但是需要牺牲一部分计算精度．

图 ４　 对比算法 ２ 和算法 ３ 得到的参数 （Ａ，Ｂ，ｇ，ｋ） 的后验样本边际分布

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍａｒｇｉｎａｌ ｄｉｓｔｒｉｂｕｔｉｏｎｓ ｏｆ （Ａ，Ｂ，ｇ，ｋ） ｂｅｔｗｅｅｎ ａｌｇｏｒｉｔｈｍ ２ ａｎｄ ３

２．３　 计算框架的进一步扩展

实际上，经典 ＡＢＣ 算法框架的计算效率是比较低的．为了提高 ＡＢＣ 算法的计算效率，学者

们对经典 ＡＢＣ 算法的计算框架进行了一系列扩展和改进，将 ＡＢＣ 方法与其他的抽样和分析

技术进行有效整合以提高计算效率．
２．３．１　 Ｓｏｆｔ ＡＢＣ

算法 １ 使用拒绝和接受两种极端的方式对待候选参数．这种方式被称为“拒绝抽样 ＡＢＣ”．
与之对应的是 ｓｏｆｔ ＡＢＣ，其具体流程如算法 ４ 所示．

算法 ４　 Ｓｏｆｔ ＡＢＣ 算法

１） 从先验分布 π（θ） 中抽取一个候选参数 θ∗ ．
２） 给定 θ∗，根据真实数据生成过程产生一个合成数据 ｚ ．
３） 计算相似度 ｒ ＝ ｅｘｐ（ － Ｄ（ｚ，ｙｎ） ／ ｈ），其中 Ｄ（·，·） 代表某种距离度量（如，欧氏距离）．
４） 依概率 ｒ 保留 θ∗ 和 ｚ ．
５） 重复步骤 １） ～４），直到算法的终止条件被满足．
显然，算法 ４ 中 ｈ 的作用与算法 １ 中的 δ 类似，控制了 ｓｏｆｔ ＡＢＣ 方法的近似精度和计算效
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率．当 ｈ→０ 时，ｓｏｆｔ ＡＢＣ 方法的近似精度逐渐提高，但计算效率逐渐降低．在实际应用 ｓｏｆｔ ＡＢＣ
的过程中，我们需要适当地选择 ｈ ．

在此基础上，Ｐａｒｋ 等在 ２０１６ 年提出可以用两个样本之间的最大均值差异（ｍａｘｉｍｕｍ ｍｅａｎ
ｄｉｓｃｒｅｐａｎｃｙ，ＭＭＤ） 替代其距离度量 Ｄ， 对 ｓｏｆｔ ＡＢＣ 方法进行改造．该算法被简称为 Ｋ２⁃
ＡＢＣ［６１］，其具体流程如算法 ５ 所示．

算法 ５　 Ｋ２⁃ＡＢＣ 算法

１） 从先验分布 π（θ） 中抽取一个候选参数 θ∗ ．
２） 给定 θ∗，根据真实数据生成过程产生一个合成数据 ｚ ．
３） 计算相似度 δ ＝ ｅｘｐ（ － ＤＭＭＤ（ｚ，ｙｎ） ／ ｈ），其中 ＤＭＭＤ 表示距离．
４） 依概率 δ 保留 θ∗ 和 ｚ ．
５） 重复步骤 １） ～４），直到算法的终止条件被满足．

２．３．２　 ＡＢＣ⁃ＳＭＣ
经典 ＡＢＣ 框架的一大局限在于：候选参数是从参数的先验分布抽取的，当先验分布与后

验分布差异较大时，一般会造成很高的抽样拒绝率．这一弊端可以通过巧妙地构造更加接近于

后验分布的抽样分布来部分克服．ＡＢＣ⁃ＳＭＣ 算法［４１，６２］ 对经典 ＡＢＣ 框架中产生候选参数的抽

样过程进行了改造，通过序列 Ｍｏｎｔｅ⁃Ｃａｒｌｏ 策略逐步优化更新候选参数的抽样分布．ＡＢＣ⁃ＳＭＣ
算法由 Ｔ ＋ １ 个串行的 ＡＢＣ 过程所构成，每一个 ＡＢＣ 过程对应于一个不同的阈值 δ ｔ，其中 ∞
＝ δ ０ ＞ δ １ ＞ … ＞ δ Ｔ ．其详细流程如算法 ６ 所示．

算法 ６　 ＡＢＣ⁃ＳＭＣ 算法

１） 令 ｔ ＝ ０．从先验分布 π０（θ） 中抽取 Ｎ 个样本 { θ（０）
ｉ } Ｎ

ｉ ＝ １，并对每个样本赋予权重 ｗ（０）
ｉ ＝

１ ／ Ｎ ．

２） 令 ｔ ＝ ｔ ＋ １．构造混合分布Ｇ（ ｔ）（θ） ＝∑Ｎ

ｉ ＝ １
ｗ（ ｔ －１）

ｉ Ｋ（θ ｜ θ（ ｔ －１）
ｉ ），其中Ｋ（·｜·） 是给定的转

移核函数．
３） 令 ｉ ＝ １．
４） 以混合分布 Ｇ（ ｔ）（θ） 为抽样分布，以 δ ｔ 为门限值，运行 ＡＢＣ 算法获得关于参数 θ 的新

样本：首先从 Ｇ（ ｔ）（θ） 中抽样得到 θ（ ｔ）
ｉ ，进而从数据生成器生成合成数据 ｚ ～ ｆ（·｜ θ（ ｔ）

ｉ ），并重复

该步骤直到 Ｄ（η（ｙｎ），η（ｚ）） ≤ δ ｔ ．
５） 令 ｉ ＝ ｉ ＋ １．返回步骤 ４），直至 ｉ ＞ Ｎ ．
６） 赋予样本权重：

　 　 ｗ（ ｔ）
ｉ ＝

π（θ（ ｔ）
ｉ ）

∑
Ｎ

ｊ ＝ １
ｗ（ ｔ －１）

ｊ Ｋ（θ（ ｔ）
ｉ ｜ θ ｊ

（ ｔ －１））
．

７） 返回步骤 ２），直至 ｔ ＞ Ｔ ．
在算法 ６ 中转移核函数 Ｋ（·｜·） 通常可以选择 Ｇａｕｓｓ 核函数．由于在 ｔ时刻，候选参数不再

是从先验分布 π０（θ） 抽取，而是从以 ｔ － １ 时刻获得的样本为局部中心所形成的 Ｇａｕｓｓ 混合分

布 Ｇ（ ｔ）（θ） 抽取，ＡＢＣ⁃ＳＭＣ 算法可以有效继承我们在 ｔ 时刻之前对后验分布的近似认知，从而

提高算法的抽样效率．在 ＡＢＣ 中使用 ＳＭＣ 方法的研究还包括文献［６３⁃６４］．
２．３．３　 ＡＢＣ⁃ＭＣＭＣ

Ｍａｒｊｏｒａｍ 等提出了在 ＡＢＣ 框架中使用 ＭＣＭＣ 的方法以提高计算效率［４０］ ．具体算法流程

２９１１ 朱　 万　 闯　 　 　 季　 春　 霖　 　 　 邓　 　 柯



如算法 ７ 所示．在算法 ７ 中，似然函数不需要被计算．同时，当 δ →０ 时，算法得到的后验分布收

敛到真实的后验分布．ＡＢＣ⁃ＭＣＭＣ 的优势在于，候选参数不需要从先验分布获得．通常 Ｋ（·｜·）
选择 Ｇａｕｓｓ 核函数．如果 Ｋ（·｜·） 和参数的先验分布都选择均匀分布，那么 ＡＢＣ⁃ＭＣＭＣ 就会退

化为算法 １．如果目标分布是多峰分布，ＡＢＣ⁃ＭＣＭＣ 面临的挑战是后验样本容易陷入局部单峰

区间．
算法 ７　 ＡＢＣ⁃ＭＣＭＣ 算法

１） 令 ｔ ＝ ０．使用算法 １ 得到一个后验样本 θ（０） ．
２） 令 ｔ ＝ ｔ ＋ １．
３） 抽样候选参数 θ∗ ～ Ｋ（·｜ θ（ ｔ －１）） ．
４） 给定 θ∗，根据真实数据生成过程产生一个合成数据 ｚ ．
５） 生成随机数 ｕ ～ Ｕ（０，１） ．

６） 计算 ｒ ＝ π（θ∗）Ｋ（θ（ ｔ －１） ｜ θ∗）
π（θ（ ｔ －１））Ｋ（θ∗ ｜ θ（ ｔ －１））

．

７） 如果 ｕ ≤ ｒ 和 Ｄ（η（ｙｎ），η（ｚ）） ≤ δ 都成立，则令 θ（ ｔ） ＝ θ∗，ｚ（ ｔ） ＝ ｚ ．否则，θ（ ｔ） ＝ θ（ ｔ －１） ．
　 　 ８） 返回步骤 ２），直到算法的终止条件被满足．
２．３．４　 Ｈａｍｉｌｔｏｎｉａｎ ＡＢＣ

Ｈａｍｉｌｔｏｎｉａｎ Ｍｏｎｔｅ⁃Ｃａｒｌｏ（ＨＭＣ）方法是一种常见的处理高维推断的方法［６５］ ．ＨＭＣ 利用目

标函数的一些信息（如，梯度信息和 Ｈｅｓｓｅ 矩阵等）来提高参数的抽样效率．但是 ＡＢＣ 不需要

任何密度函数的信息．直觉上来说，ＨＭＣ 与 ＡＢＣ 是两种思路相反的框架．但是 Ｍｅｅｄｓ 等将两种

方法结合［６６］，这种方法被简称为 ＨＡＢＣ ． ＨＡＢＣ 可以同时拥有 ＨＭＣ 和 ＡＢＣ 的优势：处理高维

参数推断和免于计算似然函数．
面对复杂模型，似然函数难以计算．ＨＭＣ 缺少似然函数的信息就不能进行抽样．但是 ＡＢＣ

得到的后验样本却可以帮助我们了解似然函数的大致信息．在 ＨＡＢＣ 中一个关键的公式是

　 　 π δ（ｙｎ ｜ θ） ＝ ∫π δ（ｙｎ ｜ ｚ）π（ｚ ｜ θ）ｄｚ ≈ １
Ｍ∑

Ｍ

ｍ ＝ １
π δ（ｙｎ ｜ ｚ（ｍ））， （１５）

其中 ｚ（１），ｚ（２），…，ｚ（Ｍ） 是由 ＡＢＣ 算法获得的 Ｍ个后验样本，π （ｙｎ ｜ ｚ） 表示合成数据与观测数

据之间的差异，也可以当作似然函数．因此，对于给定的 θ， 观测数据的似然函数都可以根据式

（１５）计算． 相应地， 观测数据似然函数的梯度信息都可以近似地计算． 因此， ＨＭＣ 可以顺利

实施．
令 Ｈ（θ，ｐ） ＝ Ｕ（θ） ＋ Ｋ（ｐ） 代表 Ｈａｍｉｌｔｏｎ 动力系统的能量方程，其中 θ 是待估参数，ｐ 是

动量向量．算法 ８ 给出了 ＨＡＢＣ 算法的流程．
算法 ８　 ＨＡＢＣ 算法

１） 令 ｔ ＝ ０．从先验分布中产生初始参数 θ（０） ．
２） 令 ｔ ＝ ｔ ＋ １．
３） 抽样初始动量参数 ｐ（ ｔ －１） ～ π０（ｐ） ．
４） 执行 Ｌ 步蛙跳算法（ｌｅａｐ⁃ｆｒｏｇ），起点为 ［θ（ ｔ －１），ｐ（ ｔ －１）］，步长为 δ ＬＦ ．最终得到 θ∗，ｐ∗ ．
５） 计算 ｒ ＝ ｍｉｎ（１，ｅｘｐ（ － Ｕ（θ∗） ＋ Ｕ（θ（ ｔ －１）） － Ｋ（ｐ∗） ＋ Ｋ（ｐ（ ｔ －１）））） ．
６） 令 ｕ 代表标准均匀分布的一个随机数．如果 ｕ ≤ ｒ，则令 θ（ ｔ） ＝ θ∗ ．否则，θ（ ｔ） ＝ θ（ ｔ －１） ．
７） 返回步骤 ２），直到算法的终止条件被满足．
步骤 ４）中的蛙跳算法具体实施如下：
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１） ｐｉ（ ｔ ＋ δ ＬＦ ／ ２） ＝ ｐｉ（ ｔ） －
δ ＬＦ

２
∂Ｕ

∂θ ｉ（ ｔ）
，

２） θ ｉ（ ｔ ＋ δ ＬＦ） ＝ θ ｉ（ ｔ） ＋ δ ＬＦ
∂Ｋ

∂θ ｉ（ ｔ ＋ δ ＬＦ ／ ２）
，

３） ｐｉ（ ｔ ＋ δ ＬＦ） ＝ ｐｉ（ ｔ ＋ δ ＬＦ ／ ２） －
δ ＬＦ

２
∂Ｕ

∂θ ｉ（ ｔ ＋ δ ＬＦ）
，

其中 ∂Ｕ ／ ∂θ ｉ（ ｔ） 可以根据式（１５）得到．

　 　 Ｕ（θ） ＝ － ｌｎ（π δ（ｙｎ ｜ θ）） ≈－ ｌｎ (（１ ／ Ｍ）∑
Ｍ

ｍ ＝ １
π δ（ｙｎ ｜ ｚ（ｍ）） ) ≈

　 　 　 　 ｌｎ Ｍ ＋ ｌｎ δ ＋ （ｙｎ － ｚ（ｍ∗）） ２ ／ （２δ ２），
其中 ｚ（ｍ∗） 是距离观测数据最近的合成数据．
２．３．５　 合成似然函数

合成似然函数（ｓｙｎｔｈｅｔｉｃ ｌｉｋｅｌｉｈｏｏｄ）方法是与 ＡＢＣ 算法相近的算法之一．合成似然函数是

由文献［４９］提出．他的目标是对复杂的非线性模型做统计推断．由于观测数据具有高度的非线

性和模型的复杂性，似然函数难以计算．他提出将观测数据 ｙｎ 转化为一系列的统计量 ｓ ．之后

所有的统计推断都是基于统计量的空间进行．
在给定参数 θ 时，通过生成大量合成数据 ｚ１：Ｎ，计算相应的统计量 ｓ１：Ｎθ ．他假定统计量服从

多元 Ｇａｕｓｓ 分布，即 ｓθ ～ Ｎ（μ θ，Σθ） ．所以，借助 ｓ１：Ｎθ 估计 μ θ， Σθ ．因此，对于特定的 θ，观测数

据的似然函数是可以计算的．令 θｏｂｓ 代表观测数据的相应统计量． ｆ（ｙｎ ｜ θ） ≈ϕ（θｏｂｓ ｜ μ θ，Σθ），
其中 ϕ（·｜ θ） 是多元正态分布的密度函数．因此，ＭＣＭＣ 可以用于从合成似然函数中获得后验

样本．
合成似然函数与 ＡＢＣ 的相同之处在于：它们都需要生成大量的合成数据．不同之处在于：

合成似然函数假设合成数据的统计量服从特定的分布，而 ＡＢＣ 则直接比较生成数据与观测数

据之间的差异．显然合成似然函数并不是真正的似然函数．它使用一个易于计算的似然函数代

替了难以计算的真正似然函数．本质上，ＡＢＣ 方法不需要计算似然函数，但是合成似然函数方

法是基于似然函数的推断方法．

３　 ＡＢＣ 方法在复杂数据处理中的应用

ＡＢＣ 方法的上述前沿进展在一系列复杂数据处理问题中有着广泛的应用，并和对抗生成

网络等前沿人工智能方法有着深刻的内在联系．本节将对相关案例和联系给予讨论．
３．１　 ＡＢＣ 方法与连续时间自回归

在信号处理、金融等领域经常会处理连续时间序列的数据类型．连续时间自回归模型

（ｃｏｎｔｉｎｕｏｕｓ⁃ｔｉｍｅ ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｍｏｄｅｌ，ＣＡＲ ）是处理这类数据的常用模型．经典 ＣＡＲ 模型可以

使用 Ｋａｌｍａｎ 滤波（Ｋａｌｍａｎ ｆｉｌｔｅｒｉｎｇ）和粒子滤波（ｐａｒｔｉｃｌｅ ｆｉｌｔｅｒ）做统计推断［６７］ ．然而，一旦 ＣＡＲ
模型中的一些经典假设条件不再成立，其统计推断就会遇到很大的挑战．ＡＢＣ 方法是解决这类

挑战的一个有力工具［６８］ ．
通常，在状态空间形式下， Ｐ 阶 ＣＡＲ 模型被如下描述：
　 　 ｄＸ（ ｔ） ＝ ＡＸ（ ｔ）ｄｔ ＋ ｅｄＷ（ ｔ）， （１６）

其中， {Ｗ（ ｔ） } 是标准 Ｂｒｏｗｎ 运动， Ｘ（ ｔ） ＝ ［Ｘ（ ｔ）， Ｘ（１）（ ｔ）， …， Ｘ（Ｐ－１）（ ｔ）］ Ｔ（Ｘ（ ｉ）（ ｔ） 表示

Ｘ（ ｔ） 的第 ｉ 阶导数），
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　 　 Ａ ＝

０ １ ０ … ０
０ ０ １ … ０
︙ ︙ ︙ ⋱ ︙
０ ０ ０ … １

－ ａＰ － ａＰ－１ － ａＰ－２ … － ａ１

æ

è

ç
ç
ç
ç
ç
ç

ö

ø

÷
÷
÷
÷
÷
÷

， （１７）

ｅ ＝ ［０， ０，…， σ ｅ］ Ｔ ．模型的 Ｉｔô 积分解如下［６９⁃７０］：

　 　 Ｘ（ ｔ） ＝ ｅＡｔＸ（０） ＋ ∫ｔ
０
ｅＡ（ ｔ －ｕ） ｅｄＷ（ｕ）， （１８）

其中状态转移是 Ｇａｕｓｓ 密度函数：
　 　 ｆ（Ｘ（ ｔ） ｜ Ｘ（ ｓ）） ＝ Ｎ（ｅＡｔＸ（ ｓ），Ｃ（ ｔ，ｓ）），　 　 ｓ ＜ ｔ， （１９）

　 　 Ｃ（ ｔ，ｓ） ＝ ｃｏｖ（Ｘ（ ｔ） ｜ Ｘ（ ｓ）） ＝ ∫ｔ
ｓ
ｅＡ（ ｔ －ｕ） ｅｅＴｅＡＴ（ ｔ －ｕ）ｄｕ ． （２０）

连续时间过程可以放在如下离散状态空间：
　 　 Ｘ ｔｉ

＝ ｅＡ（ ｔｉ－ｔｉ－１）Ｘ ｔｉ－１
＋ ｅｔｉ，　 　 ｉ ＝ １，２，…，Ｎ， （２１）

其中系统噪声 ｅｔｉ ～ Ｎ（０，σ ２
ｓ ）， 它的方差是

　 　 σ ２
ｓ ＝ ∫ｔ ｉ＋１－ｔｉ

０
ｅＡτ ｅｅＴｅＡＴτｄτ ． （２２）

如果驱动噪声 {Ｗ（ ｔ） } 是标准 Ｂｒｏｗｎ 运动，那么 Ｋａｌｍａｎ 滤波方法可以精确求解似然函

数［６８］ ．但是，在 {Ｗ（ ｔ） } 不满足标准 Ｂｒｏｗｎ 运动的假设时，计算似然函数就尤其困难．我们考

虑一阶 ＣＡＲ 模型．令 θ ＝ （ａ１，σ ２
ｅ） ．观测数据为 Ｘ ＝ （Ｘ ｔ１，Ｘ ｔ２，…，Ｘ ｔＮ） ．我们观察到，给定一组参

数候选值 θ∗，可以根据式（２１） 计算 ｚｔｉ ＝ Ｘ ｔｉ
－ ｅＡ∗（ ｔｉ－ｔｉ－１）Ｘ ｔｉ－１ ．如果 θ∗ 与真实值一致且 ｔ１，ｔ２，…，

ｔＮ 是等差数列，那么序列 ｚｔｉ 是独立同分布的的样本集．因此，可以根据 ｚｔｉ 是否为独立同分布来

推测 θ∗ 与真实值的差异度．近年来，距离相关性（ｄｉｓｔａｎｃｅ ｃｏｒｒｅｌａｔｉｏｎ） ［７１］是双样本检测的一个

热门工具．我们拟使用距离相关性与 ＡＢＣ 结合的方法推断 ＣＡＲ 模型的参数．算法由文献［６８］
提出，具体的步骤由算法 ９ 展示．

算法 ９　 针对 ＣＡＲ 模型的 ＡＢＣＤＣ 算法

１） 令 ０ 时刻观测值为 Ｘ（０） ＝ ｘ ．
２） 从先验分布 π（ａ） 中抽样一组候选值 ａ∗ ．
３） 如果 Ｐ ＝ １， 进入步骤 ４） ．否则，使用数值方法获得 Ｘ（ ｔ） 的导数．
４） 计算 ｚｔｉ ＝ Ｘ ｔｉ

－ ｅＡ（ ｔｉ－ｔｉ－１）Ｘ ｔｉ－１ ．
５） 将 { ｚ } 划分为两部分．令 ｚ１ ＝ { ｚ１，ｚ３，… } 以及 ｚ２ ＝ { ｚ２，ｚ４，… } ．
６） 计算距离相关性 Ｄｃｏｒ（ ｚ１，ｚ２） ．
７） 如果 Ｄｃｏｒ（ ｚ１，ｚ２） ≤ ε，接受 ａ∗ ．
８） 返回步骤 ２），直至终止条件达成．
为了提高抽样效率，在实际应用中可以将上述算法与 ＭＣＭＣ 结合，形成 ＡＢＣＤＣ⁃ＭＣＭＣ 算

法．此处不再赘述算法细节，有兴趣的读者可以参考文献［６８］．相关方法的实际效果得到了数

值模拟的验证．
Ｏｒｎｓｔｅｉｎ Ｕｈｌｅｎｂｅｃｋ（ＯＵ）过程是连续时间序列模型的一类过程．不同的驱动过程定义不同

的 ＯＵ 过程．图 ５（ａ）给出了从如下 ＯＵ 过程中产生的一组模拟数据：
　 　 Ｘ ｔｉ

＝ ｅａ（ ｔｉ－ｔｉ－１）Ｘ ｔｉ－１
＋ Ｗｔｉ，　 　 ｉ ＝ １，２，…，Ｎ， （２３）
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其中， Ｗｔｉ
＝ σ ｅ∫ｔ ｉ

ｔｉ－１
ｅａ（ ｔｉ－ｕ）ｄＬ（ｕ），Ｌ代表驱动过程，参数的真值为 ａ ＝ － ０．８，σ ｅ ＝ １．此处，令 Ｌ 表示

Ｂｒｏｗｎ 运动．

图 ５　 连续时间自回归模型的 Ｂａｙｅｓ 推断

Ｆｉｇ． ５　 Ｂａｙｅｓｉａｎ ｉｎｆｅｒｅｎｃｅ ｏｆ ｃｏｕｔｉｎｕｏｕｓ⁃ｔｉｍｅ ａｕｔｏｒｅｇｒｅｓｓｉｏｎ ｍｏｄｅｌ

图 ５（ｂ）、（ｃ）展示了运用 ＡＢＣＤＣ⁃ＭＣＭＣ 算法所得到关于参数 ａ 的近似后验分布，其中图

５（ｂ）为参数 ａ的ＭＣＭＣ 样本，图 ５（ｃ）为参数 ａ的直方图．相关结果表明 ＡＢＣＤＣ⁃ＭＣＭＣ 方法能

够有效推断参数 ａ ．而 Ｗｔｉ 的方差为 Ｓ２（Ｗｔｉ） ＝ σ ２
ｅ∫ｔ ｉ－ｔｉ－１

０
ｅ２ａτｄτ ．因此，令 ａ 代表 ａ 的估计值，则

　 　 σ ｅ ＝
Ｓ２（ ｚ）

∫ｔ ｉ－ｔｉ－１
０

ｅ２ａ τｄτ
．

３．２　 ＡＢＣ 方法与人工智能

以生成对抗网络（ＧＡＮ）和变分自动编码器（ＶＡＥ）为代表的新型生成模型是近年来人工

智能研究中的一大热点，其应用范围涵盖了图像、语音、文本等常见的复杂数据应用领域．给定

一组希望被模仿的目标数据样本，这类方法力图输出一组生成数据样本，使得生成数据样本与

目标数据样本尽可能相似而不能被区分．不同于在应用数学和统计学中广泛使用的基于领域

知识进行建模的传统生成模型，这些新型生成模型以数据驱动的方式，通过人工模拟的手段，
对数据生成过程进行探索和刻画．作为对生成模型进行统计推断的一般性方法，ＡＢＣ 方法原则

上可以与 ＧＡＮ 和 ＶＡＥ 深度结合，在人工智能研究中引入不确定推断的理念和方法，并运用前

沿人工智能技术推动不确定性推断方法的不断发展．
一般而言，ＧＡＮ 由一个生成网络（ｇｅｎｅｒａｔｉｖｅ ｎｅｔｗｏｒｋ）和一个判别网络（ｄｉｓｃｒｉｍｉｎａｔｉｖｅ ｎｅｔ⁃

ｗｏｒｋ）构成，其中生成网络用于产生生成数据样本，判别网络用于区分生成数据样本和目标数

据样本．ＧＡＮ 方法的核心在于：通过生成网络和判别网络之间迭代进行的对抗训练来不断提高

两者的能力，并最终使得生成网络输出的生成数据样本达到可以乱真的程度．所谓的对抗训练

６９１１ 朱　 万　 闯　 　 　 季　 春　 霖　 　 　 邓　 　 柯



一般由两个步骤组成：首先，训练生成网络，使得其生成的样本可以骗过当前的判别网络，被判

别为和目标数据样本属于同一类别；然后，训练并更新判别网络，使其能够以更大的概率正确

区分生成样本和目标样本．容易看到，通过迭代式的对抗训练，生成网络和判别网络的能力均

可不断提升，并最终到达某种平衡．令 Ｇ 表示所有可容许的生成网络所构成的空间，Ｄ 表示所

有可容许的判别网络所构成的空间，上述通过迭代对抗训练来改进直观生成及判别网络的过

程可以通过求解如下优化问题来实现［９］：
　 　 ｍｉｎ

Ｇ∈Ｇ
ｍａｘ
Ｄ∈Ｇ

Ｖ（Ｇ，Ｄ），

其中目标函数：
　 　 Ｖ（Ｇ，Ｄ） ≜ Ｅｙ ～ ｐｄａｔａ（ｙ）［ｌｎ（Ｄ（ｙ））］ ＋ Ｅｚ ～ ｐｚ（ｚ）［ｌｎ（１ － Ｄ（Ｇ（ｚ）））］， （２４）

其中 ｐｄａｔａ（ｙ） 代表观测数据的真实分布，ｐｚ（ｚ） 代表生成网络输入的分布．有进一步的理论研究

发现：上述优化问题等效于最小化由生成网络产生的生成数据样本的概率分布 ＦＧ 与目标数据

所对应的概率分布 ＦＴ 之间的 ＫＬ 散度［９］ ．考虑到当 ＦＧ 与 ＦＴ 的支持空间重叠度较小或无重叠

的时候，这种基于 ＫＬ 散度的优化策略常常无法提供可引导优化算法的有效信号（即所谓“梯
度消失”现象），从而造成对抗训练的失败，人们开始尝试使用一系列基于双样本检测（ ｔｗｏ
ｓａｍｐｌｅ ｔｅｓｔ）的统计量（包括 Ｗａｓｓｅｒｓｔｅｉｎ 距离［１６］、最大平均差异［７２］、能量距离和 χ ２ 距离［１９］等）
来替代 ＫＬ 散度作为度量生成数据样本与目标数据样本相似程度的度量．相关改进产生了一系

列效果非常好的新型 ＧＡＮ 算法，在一系列应用问题中取得了显著的效果．
作为生成模型的另一种典型代表，ＶＡＥ［１０］ 由一个编码器（ｅｎｃｏｄｅｒ）和一个解码器（ｄｅｃｏｄ⁃

ｅｒ）构成．其中，编码器将输入的目标数据样本转换为近似服从 ｄ⁃维标准正态分布 Ｎｄ 的一组隐

变量 {Ｈｉ } ｎ
ｉ ＝ １，并用这些隐变量及其分布 Ｎｄ 表示目标数据样本的核心特征；然后，通过从分布

Ｎｄ 中抽取新的隐变量 Ｈ∗ 并透过解码器对 Ｈ∗ 进行解码即可产生一个新的生成数据样本 ｙ∗ ．
事实上，变分自动编码器是“变分法” （ｖａｒｉａｔｉｏｎａｌ Ｂａｙｅｓｉａｎ）的一项重要应用．变分法是针对大

规模模型和海量数据的 Ｂａｙｅｓ 推断算法的改进．特别是随机变分法（ｓｔｏｃｈａｓｔｉｃ ｖａｒｉａｔｉｏｎａｌ ｉｎｆｅｒ⁃
ｅｎｃｅ）的提出［７３］，它放弃了推导解析变分公式的复杂过程，改用随机梯度下降（ｓｔｏｃｈａｓｔｉｃ ｇｒａｄｉ⁃
ｅｎｔ ｄｅｓｃｅｎｔ， ＳＧＤ）算法求解变分分布，使得这类变分法特别适合解决大规模 Ｂａｙｅｓ 模型．

受 ＧＡＮ 和 ＡＢＣ 算法的影响，近期 ＶＡＥ 模型也在尝试用统计量的度量做似然函数的近

似，如文献［７４］用 ＭＭＤ 等统计量替代 ＶＡＥ 中的分布解析表达式；如文献［７５］提出对抗自动

编码器，将 ＶＡＥ 的变分推断与 ＧＡＮ 中判别网络的统计量度量结合在一起．此外，变分法的发

展，也给 ＡＢＣ 的 Ｂａｙｅｓ 推断过程提供了新的思路．文献［７６］提出了变分 ＡＢＣ，用变分推断替代

传统 ＡＢＣ 中基于 Ｍｏｎｔｅ⁃Ｃａｒｌｏ 抽样的后验分布估计．也可以说是用统计量度量替代传统变分推

断中的似然函数，为变分推断和 ＡＢＣ 算法的融合做出了典范．
其实从某种意义上来说，ＧＡＮ 及其变种模型属于泛化的 ＡＢＣ 算法．它们使用深度神经网

络作为样本数据生成器，然后使用深度神经网络作为判别器．此处判别网络先将数据变换到一

个较低维度的特征向量，然后用生成样本的特征向量与目标样本的特征向量之间的距离作为

度量，并以此度量来设计损失函数．与 ＡＢＣ 不同的之处有二：第一，ＧＡＮ 模型泛化了 ＡＢＣ 方法

的数据生成方式，ＡＢＣ 方法的数据生成方式是已知的，ＧＡＮ 模型需要学习数据的生成方式．第
二，经典的 ＡＢＣ 模型需要使用者提供数据的统计量，ＧＡＮ 方法是通过判别网络学习数据的特

征向量．可以预见 ＡＢＣ 领域的理论发展，特别是构建高维数据的统计量、统计量的度量和判别

等方面的进步，将进一步促进 ＧＡＮ 网络等生成模型的进步；同时 ＧＡＮ 网络等新兴生成模型的
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进步，也给 ＡＢＣ 在大规模、复杂数据领域的应用提供了新的思路．
以上关于 ＧＡＮ 和 ＶＡＥ 的模型大多数只注重得到模型的“最优解”．在众多场景下，如医

疗［７７］、自动驾驶（对结果判断可靠性要求比较高）“最优解”往往并不足够．然而，不确定性推断

可以帮助获得关于参数的更全面信息．ＡＢＣ 算法可以对模型的不确定性进行量化分析，使模型

给出更加安全可靠的推断．可以预见 ＡＢＣ 中用样本统计量替代解析似然函数的哲学理念，融
合了深度神经网络的复杂而灵活的统计模型和基于变分法的大规模 Ｂａｙｅｓ 推断算法三者的相

互融合，将成为人工智能领域研究的热点，也会使得 ＡＢＣ 类型的算法在机器学习领域获取更

大的应用空间．另外，ＡＢＣ 领域的理论发展，特别是构建高维数据的统计量、统计量的度量和判

别等方面的进步，将进一步促进 ＧＡＮ 网络等生成模型的进步；同时 ＧＡＮ 网络等新兴生成模型

的进步，也给 ＡＢＣ 在大规模、复杂数据领域的应用提供了新的思路．

４　 结　 　 论

生成模型能够有效处理复杂数据的模型和算法以从数据中获取有用的信息和知识．它已

经成为机器学习和统计学习中的重要研究领域．虽然生成模型在大数据时代拥有巨大的优势，
但是目前的生成模型并不重视不确定性分析．近似 Ｂａｙｅｓ 计算既拥有生成模型的优势，又能实

现不确定性分析．因此，本文期望能够将近似 Ｂａｙｅｓ 计算的优势与深度学习技术结合，发展出

更加完善的生成模型算法，以期它能够在大数据时代发挥作用．首先，本文回顾了 ＡＢＣ 的产生

和发展历程．其次，对于 ＡＢＣ 与其他技术的关系和扩展也做了比较详细的描述．ＡＢＣ 的发展主

要集中在三个方面：构建统计量、选择距离度量和选择阈值．这三个方面制约了 ＡＢＣ 的应用也

在推动 ＡＢＣ 的发展．然后，我们介绍了 ＡＢＣ 技术在大数据时代的应用潜力．
总体而言，ＡＢＣ 框架已经成为统计计算和统计学习领域的一个重要分支．在统计领域，它

可以处理复杂模型，如生态模型、生物模型和传染病模型等．在当今的大数据时代，模型变得更

加复杂，基于似然函数的方法遇到很大挑战．ＡＢＣ 与其他大数据技术逐渐结合，它们在处理复

杂数据和模型时拥有巨大优势，相信 ＡＢＣ 会在大数据时代发挥更加重要的作用．

致谢　 本文作者衷心感谢北京智源人工智能研究院对本文的支持．
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９９１１近似 Ｂａｙｅｓ 计算前沿研究进展及应用
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